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摘 要

摘 要

自然语言处理是人工智能的重要子学科。作为自动处理文本的第一步，将词

转换为数值化表示很大程度地影响了自然语言处理的性能。词向量为自然语言的

最小语义单元—词提供了包含句法语义信息的稠密向量表示。作为基于神经网络

的自然语言处理的基础，依据词义分布假设构造的词向量给诸多自然语言处理模

型带来了性能的提升。为了提高词向量的学习效率，前人工作进一步对词向量进

行静态假设，即一个词有唯一的向量表示。这一假设使得在大规模数据上学习词

向量成为可能，但也使静态词向量无法根据上下文环境决定其表示，因而无法建

模 ‘‘一词多义’’等现象。动态上下文相关词向量是近年来提出的一种词向量算法。

这种算法取消了静态假设并根据上下文动态地决定一个词的向量表示。在包括问

答、文本蕴含、情感分析在内的多项任务中，使用上下文相关词向量的模型均取

得了当前最优的性能。

很多自然语言处理任务依赖包括分词、词性标注、命名实体识别、句法分析

在内的句子级语言分析。优化语言分析有助于提高自然语言处理的性能。近年来，

基于神经网络的语言分析算法在静态词向量的帮助下取得了较大的性能提升。但

上下文相关词向量对语言分析的作用仍有待探索。

基于上下文相关词向量与句子级语言分析技术的进展，本文围绕两者的结合

开展一系列的研究，本文研究主要包括以下几方面：

1. 面向语言分析的上下文相关词向量：针对现有上下文相关词向量使用多层

网络对一整句甚至多句进行建模而导致的效率问题，本文从语言分析主要依赖局

部信息的角度出发，提出一种融合相对位置权重的窗口级自注意力机制并将其应

用于上下文表示，从而获得一种适用于语言分析的上下文相关词向量。五项词法

句法任务的实验结果表明，由于使用局部模型替代全局模型，本文提出的上下文

相关词向量在不损失精度的情况下获得了三倍的速度提升。

2. 基于上下文相关词向量的词法分析模型：针对词法分析中的切分问题（中

文分词与命名实体识别）对合理的片段（词与实体）表示的依赖，本文在上下文相

关词向量的基础上提出一种基于简单拼接的片段表示方法并将其应用于半-马尔科

夫条件随机场中。典型切分问题的实验结果显示本文提出的片段表示有效地提高

了模型性能。通过进一步融合任务相关的上下文表示以及建模片段级信息的片段

向量，本文模型取得与当前最优模型相近的性能。
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3. 基于上下文相关词向量的句法分析模型：针对上下文相关词向量对多国语

句法分析作用尚无明确结论的现状，本文提出在多国语句法分析中使用上下文相

关词向量并在大规模树库上验证其有效性。本文在获得显著的性能提升的基础上

对提升的原因进行了详细的分析。实验结果表明，性能提升的主要原因是上下文

相关词向量通过对于未登录词词形的更好的建模有效地提升了未登录词的准确率。

4. 基于知识蒸馏的句法分析加速方法：针对使用上下文相关词向量的句法分

析参数过多、运行速度较慢的问题，本文提出一种结合探索机制的知识蒸馏算法，

将基于上下文相关词向量的复杂模型蒸馏到不使用相应词向量的简单模型中，从

而在不显著降低性能的情况下提高句法分析速度。实验结果表明，本文提出的方

法在损失少量句法分析准确率的情况下，近十倍地提升了速度。

总的来说，本文研究了动态上下文相关词向量及其在句子级语言分析中的应

用。上下文相关词向量显著地提高了语言分析的性能，同时语言分析也为上下文

相关词向量提供了新的理解。本文研究可以使语言分析技术更好地服务其他自然

语言处理任务，从而推进整个领域的发展。

关键词：自然语言处理；上下文相关词向量；句子级语言分析技术；中文分词；依

存句法分析
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Abstract

Abstract

Natural language processing (NLP) is an important sub-field of artificial intelli-

gence. As the first step of automatic text processing, converting a word into its computer-

understandable representation greatly affects the quality of NLP. The word vector gives

the smallest semantic unit of natural language — the word a dense vector representation

which contains syntactic and semantic information. As the basic block of neural-based

NLP systems, the word vector which is computed according to the distributional hypothe-

sis of words, has brought performance improvement to many natural language processing

models. To improve the training efficiency, previous work to make static assumptions on

word vectors, that is, a word has a unique vector. This assumption makes it possible to

learn word embeddings on large-scale data, but it also makes it impossible for static word

vectors to determine their representations on context, and thus cannot model the “poly-

semous words”. The contextualized word embedding, as an emerging technique, cancels

the static word vector hypothesis and dynamically determines the vector representation of

a word on its context. Contextualized word embedding has helped improved a range of

tasks, including questions and answers, textual implications, and sentiment analysis.

Many NLP tasks rely on sentence-level language analysis including Chinese word

segmentation, part-of-speech tagging, named entity recognition, and syntactic parsing.

Improving the performance of language analysis help improve the performance of natural

language processing. In recent years, the help of static word embeddings help neural

language analysis algorithms to achieve performance improvement. However, the role of

contextualized word embeddings for language analysis is yet to be explored.

Based on the progress of contextualized word embeddings and language analysis

technology, this paper focus on the combination of these two techniques. The research of

this paper mainly includes the following directions:

1. Localized and contextualized word embeddings: Contextualized word embed-

dings suffer from efficiency problem, which is mainly caused by the practice of modeling

the global context with multiple layers. Considering that the sequence labeling prob-

lem largely depends on the local context, we combine the relative position and the local

self-attention to represent the context in the contextualized word embeddings. Experi-

mental results on five sequence labeling problems show that, thanks to the local context
- III -
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representation, our model runs three times faster over ELMo without loss of accuracy.

2. Lexical analysis with contextualized word embeddings: Properly representing

a segment (e.g. word for Chinese word segmentation and entity for named entity recogni-

tion) is important to the segmentation performance. We propose to represent a segment by

simply concatenating the input vectors and apply this representation to neural semi-CRF.

Experimental results on a collection of segmentation problems show the effectiveness of

our method. By incorporating additional segment embedding which encodes the entire

segment, our model achieves comparable performance the state-of-the-art systems.

3. Syntactic analysis with contextualized word embeddings: The effect of con-

textualized word embeddings on universal parsing is yet to know. We propose to use

the contextualized word embeddings as an additional features and show its effective-

ness with experiments on extensive treebanks. We further explore the reason of perfor-

mance improvement. The analysis shows the improvements are resulted from the better

out-of-vocabulary word abstraction from the contextualized word embeddings and such

abstraction is achieved by better morphological modeling.

4. Distilling knowledge from syntactic parser with contextualized word embed-

dings: Over-parameterization slows down both the training and testing of the model with

contextualized word embeddings. We proposed a knowledge distillation method for this

kind of search-based structured prediction model, which distills a complex predictor into

a simple one, thus speeds up the model. Our method combines the distillation from ref-

erence states and explored state, which shows to improve the performance. Experimental

results show that our method achieves magnitude of speedup with a slight loss of accuracy.

In general, this paper studies contextualized word embeddings and their applica-

tions in language analysis. contextualized word embeddings significantly improve the

performance of linguistic analysis, while linguistic analysis provides a new understanding

of contextualized word embeddings. This paper can make language analysis techniques

better serve the downstream tasks of natural language processing, thus promoting the

development of the entire field.

Keywords: Natural language processing, Contextualized embeddings, Sentence-level

language analysis, Chinese word segmentation, Dependency parsing
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物理量名称及符号表

物理量名称及符号表

为了更一致地描述上下文相关词向量及其在句子级语言分析中的应用，本文

的符号系统统一如下：

• 广义符号：x，对应的词表 X，广义符号包含字、词等；
• 广义符号的向量：v；

• 长度为 n的广义符号序列：(x1, . . . , xn)，其对应的向量序列：(v1, . . . ,vn)；
• 包含 n个词的句子：(w1, . . . ,wn)，对应的词向量序列采用与广义符号向量相

同的方法定义 (v1, . . . ,vn)；
• 包含 n个字的词：(c1, . . . , cn)；
• 广义参数：Θ；

• 广义静态词向量函数：ϕ : X 7→ Rd，将一个词映射为对应的 d-维向量表示；

• 广义上下文相关词向量函数：Fc : Rn×d 7→ Rn×d′，将 n个 d维向量的序列输

入；

• 线性变换函数：linear (x) = Wx + b；

• softmax函数：softmaxs′ (s) = 1
Z

exp (s)，其中 Z =
∑

s′ exp (s′)；

- V -
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第 1章 绪论

1.1 课题背景及意义

1.1.1 课题背景
词向量 [1–4] 是基于深度学习的自然语言处理的基础。词向量为自然语言的最

小语义单元—词提供了包含句法语义信息的稠密向量表示。通过使用词向量作为

深度神经网络的输入，一个词自身的属性（如：词性 [5]），一段词之间的关系（如：

命名实体 [6]），两个词之间的关系（如：句法 [7,8]）以及一串词组成的句子、篇章的

语义主旨 [9] 等都可以得到建模。词向量对于深度学习在自然语言处理中的广泛应

用起到了重要的作用。

向量化一个词的语言学基础是词义的分布式假设（distributional hypothesis，文

献 [10]），即：一个词的词义可以采用它的上下文进行表示。现今流行的词的向量

化方法进一步对词向量进行了静态假设，即：一个词有唯一的向量表示。这种假

设降低了建模的复杂度与模型的学习成本，使得在大规模数据上学习词向量成为

可能。包括 Word2vec [1,2]，GloVe [3] 以及 FastText [4] 在内的一系列 ‘‘静态’’ 的词向

量化算法就是这种简化的最佳实践。然而，这种假设也忽略了一个词在不同上下

文环境下的句法语义差异。举例来讲，“制服’’在 ‘‘他制服了窃贼’’与 ‘‘身穿该厂

制服的工人”两种上下文环境下发挥的句法语义功能完全不同。[11]给予不同环境中

的两个词以相同的表示做法无疑是值得商榷的。

动态上下文相关词向量 [12–16] 作为静态词向量的一种改进，取消了 ‘‘一个词

有唯一的词向量’’ 的假设，在不同的上下文环境中，赋予相同的词不同的词向

量，进而建模了一个词上下文环境相关的句法语义差异。这种词的向量化的技

术在 2017 年末被提出，并在 2018 年引起广泛关注，迅速成为自然语言处理领

域的热点。在其兴起的过程中，两项代表性工作扮演了重要的角色。首先，Pe-

ters 等人在 2018 年的文献 [13] 中提出基于语言模型的上下文相关词向量（Em-

beddings from Language Modeling，简称 ELMo）。文献 [13] 将一个词及其所在

的句子输入使用长短时记忆循环神经网络（long short-term memory network，简称

LSTM，文献 [17]）建模的双向语言模型，并将得到的隐层作为对应上下文相关词

向量。在文献 [13]发表时，这种词向量帮助包括问答、文本蕴含、语义角色标注、

共指消解、命名实体识别以及情感分析在内的六项自然语言处理任务中取得了当

时最好的结果。在文献 [13] 发表后不久，Devlin 等人在 2018 年的文献 [16] 中提
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出使用自注意力网络（self-attention network，简称 Transformer，文献 [18]）建模上

下文，同时用词级别与句子级别的完形填空作为学习目标的基于自注意力网络的

上下文相关词向量（Bidirectional Encoder Representations from Transformers，简称

BERT）。在 11项任务中，使用 BERT的模型超越了使用 ELMo的模型，取得了当

前最好的结果。种种结果均表明，上下文相关词向量是近期提出的一种提高自然

语言处理性能的有效手段。

包括分词 [19–21]、词性标注 [5,22,23]、命名实体识别 [6,24]、句法分析 [8,25–28]在内句

子级语言分析问题是自然语言处理的基石。语言分析的性能很大程度上影响了包

括语义角色标注 [29,30]、机器翻译 [31,32]、信息抽取等后续任务的性能。现阶段，基

于统计学习的语言分析算法已经成为主流，而基于神经网络的方法更是应用于自

然语言处理中的一种重要的统计学习手段。得益于词的成功表示，使用 ‘‘静态’’

词向量的作为输入的语言分析模型已经在相应任务上取得了很大的成功。[5,8,21,23,28]

然而，在语言分析中使用 ‘‘动态’’的上下文相关词向量尚未获得充分研究。上下文

相关词向量与语言分析技术的结合中有诸多有趣并值得探索的问题。

1.1.2 课题意义
自然语言是人机交互的一种重要手段，同时也是机器算法感知分析人类社会

的一种重要途径。处理自然语言是实现机器智能的重要一步。而语言分析作为其

他自然语言任务的第一步，其准确率、效率对于处理自然语言有很大的影响。同

时，大部分语言分析问题衍生于语言学问题，研究语言分析问题可以帮助我们更

好地研究人类语言。

时至今日，统计学习已经成为语言分析乃至整个自然语言处理的主流方法。影

响统计学习模型效果的一个重要的因素是对模型输入进行合理的表示。可以说，基

于统计学习的语言分析模型的发展是与表示方法的发展紧密相关的。从早期基于

统计量的表示方法 [33–36] 到基于大规模离散特征的表示方法 [25,37–39] 再到现今流行

的基于词向量的表示方法 [2,5,9]语言分析模型也从适应离散特征的线性模型 [40,41]发

展到适应向量化表示的神经网路模型 [17,42,43]。而作为现今广泛应用的词的表示方

法，词向量的质量很大程度上影响了基于神经网络的语言分析模型的性能。[44–46]成

功建模句法语义信息的词向量能帮助语言分析模型取得更好的准确率。作为一种

新兴的词表示技术，上下文相关词向量已经在一系列自然语言处理任务中表现出

巨大的潜力。其对于语言分析问题的作用非常值得研究。

以语言分析问题为场景研究上下文相关词向量的意义是多方面的。其中最主

要的意义是研究通过上下文相关词向量提高语言分析模型的准确率。为了提高准
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确率，即需要研究如何将上下文相关词向量应用在语言分析问题中，也需要研究

为语言分析问题设计更有效的上下文相关词向量。其次，由于大部分语言分析问

题衍生于语言学问题，在语言分析问题中研究上下文相关词向量可以分析并理解

上下文相关词向量的性质，进而指导其在其他任务中的应用。最后，将基于上下

文相关词向量的语言分析模型部署到实际应用时除了要关心性能，还要关心运行

效率、资源开销等方面的问题。从这些方面研究上下文相关词向量可以使上下文

相关词向量在实际场景中得到更广泛的应用。

从上面的研究意义出发，本文拟围绕上下文相关词向量与语言分析问题开展

一系列研究。1）为了通过上下文相关词向量提高语言分析的性能，本文将上下文

相关词向量与现有系统融合以提高这些系统的性能，并探索基于上下文相关词向

量构造自然语言结构（序列、片段、树等）表示的可能性。2）为了分析并理解上

下文相关词向量的性质，本文在大规模语言分析问题上应用并分析上下文相关词

向量的影响。3）为了使上下文相关词向量在实际场景中得到更广泛的应用，本文

提出一种适应语言分析的高效上下文相关词向量算法。同时提出一种模型压缩的

方法以实现又快又好的语言分析。

1.2 研究现状与分析

以语言分析问题为场景研究上下文相关词向量包含两方面研究主体，即：上

下文相关词向量和语言分析技术。在接下来的章节，本文将回顾与分析这两个主

体的研究现状。具体来讲，本文将首先回顾上下文相关词向量的前身 ‘‘静态/上下

文无关词向量’’，将其与上下文相关词向量建立联系（§1.2.1）；然后分析现阶段主

流的上下文相关词向量的算法与性能（§1.2.2）；最后结合词向量分析现阶段语言

分析技术的发展情况，并讨论其与上下文相关词向量潜在的结合方向（§1.2.3）。

1.2.1 静态词向量
如前文所述，词的向量化表示是基于统计学习的自然语言处理的基础。广义

上讲，所有将词转化为向量的算法都可以归类为词的向量化算法。这些算法中包

括传统 ‘‘特征工程’’的方法，即根据一系列专家定义的启发式规则将词（以及其形

态学、上下文等）特征转换为高维、稀疏、并且通常是离散的向量。随着，基于神

经网络的自然语言处理的发展，越来越多的自然语言处理问题通过神经网络获得

了更好的性能。所以，本文将注意力集中在基于神经网络的方法上。因而，本文关

注的词的向量化的算法特指将词转化为低维、稠密、连续的向量的算法。

在讨论将词转化为低维向量表示的算法前，一个值得讨论的问题是：为什么

词能够通过低维、稠密、连续的向量进行表示？从一定程度上讲，这一问题可以通
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过特征工程中降维思想进行回答。降维可以将高维、稀疏、离散的具有可解释性的

特征向量近似表示为低维、稠密、连续的向量。从实际应用的角度，这种降维后的

向量往往具有不输于离散表示的性能，甚至在一些任务中取得了更好的性能。[47,48]

基于降维的词表示算法经验性地证明了词具有低维、稠密、连续的向量表示。基

于上述论述，本文假设词具有低维、稠密、连续的向量表示，即词向量。

为了使词向量能够在实际应用中发挥作用，普遍接受的观点是词向量应该携

带词的句法语义信息。[2,44,45] 这种句法语义信息通常是通过建模词义的分布式假设

来实现的。接下来，本文将从建模词义分布式假设的角度出发，分析一系列静态/上

下文无关的词向量算法。 1O

1.2.1.1 使用 ‘‘共现矩阵’’建模分布式假设的方法

词义分布式假设强调 ‘‘上下文相似的词有相似的词义’’。词义分布式假设包含

两部分主体：一个是上下文，另一个是被描述的词（下文称 “目标词’’）。建模词义

分布式假设本质上是：1）选择一种方式描述上下文；2）选择一种模型描述目标词

与其上下文之间的关系。

最简单的描述目标词与上下文关系的方法是关注目标词与哪些词或文档共现。

潜在语义分析（Latent semantic analysis，简称 LSA）是这类方法的代表。最早，LSA

提出的目标是建模信息检索中词义相似的词。LSA中的一个目标词首先被表示为

一个向量。向量的维度与文档的个数相等。一个词的向量的某一维表示这个词在

对应文档中的某种计量。2O然后，所有词被堆叠成为一个矩阵，即共现矩阵。最后

经过矩阵分解技术，原始的词向量被映射到低维的表达词的潜在语义的空间。奇

异值分解（Singular Value Decomposition，简称 SVD）是这类方法中最常用的矩阵

分解技术。从建模分布式假设的角度来看，LSA使用目标词所在的文档描述目标

词的上下文。

除了使用文档间接地描述上下文，目标词周围的词也可以描述上下文，从而

构造共现矩阵。Lund与 Curt在 1996年的文献 [49]中提出 Hyperspace Analogue to

Language（简称 HAL）算法，首次使用目标词与其周围的词的共现次数建模目标

词的词义（如图1-1所示）。Rohde等人在 2006年的文献 [50]中提出 COALS算法

并对 HAL进行了一系列改进。这些改进包括：将共现矩阵中的计数转化为皮尔逊

相关系数（Pearson’s correlation）并去掉负相关的共现，同时使用 SVD分解获得词

的低维的向量化表示。文献 [50]可以认为是使用目标词与周围词的关系计算低维、

1O 这里的 ‘‘上下文无关’’ 是从一个词向量化的过程是否使用其上下文的角度出发的。由于词向量的学习过
程必定依赖其上下文，根据词向量的学习过程区分是否上下文相关并无太大意义。

2O 这种计量可以是频次，tf-idf，点互信息等。
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

barn fell horse past raced the
barn 1 1 0 0 0 1
fell 1 1 0 0 0 0

horse 0 0 1 0 1 1
past 0 0 0 1 1 1

raced 0 0 1 1 1 0
the 1 1 0 1 0 2


图 1-1 使用词的上下文窗口构造共现矩阵的一个例子 [49]。这个例子为 “the horse raced past the

barn fell’’建立了窗口大小为 2的共现矩阵。
Fig. 1-1 An example of the concurrence matrix which models the sentence “the horse raced past the

barn fell” with a window of 2 words.

连续、稠密词向量的先驱工作。在这之后，多种基于共现矩阵建模词义分布式假

设的词向量算法被提出。其中包括 Hellinger PCA算法 [51]，GloVe算法 [3]等。值

得一提的是，Pennington等人在 2014年的文献 [3]中提出的 GloVe算法也使用共

现矩阵建模了词义分布式假设。但不同于采用矩阵分解降维的工作，GloVe算法首

先假设目标词存在低维向量化表示，然后将向量化的表示输入一个函数并用回归

的方式对共现矩阵中的值进行拟合以达到降维（或向量化）的效果。

Word2vec [2]是另一个流行的向量化算法。Word2vec算法可以概括为将目标词

的向量化的表示输入一个神经网络预测其在生语料中的上下文。可以说，Word2vec

是使用 ‘‘预测目标词或上下文’’ 的思路建模分布式假设。但 Levy 等人在 2014 年

的文献 [52] 中证明使用负采样（negative sampling）优化的 Word2vec 等价于对于

目标词及其窗口内上下文的点互信息矩阵进行 SVD分解。这一发现将基于 ‘‘共现

矩阵’’与基于 ‘‘预测目标词或上下文’’的方法进行了统一。后文会从 ‘‘预测目标词

或上下文’’的角度对Word2vec进行讨论。

1.2.1.2 使用 ‘‘预测目标词’’建模分布式假设的方法

除了通过目标词 wi 与其上下文 {wj} 的共现描述两者关系，通过上下文预测
目标词或者通过目标词预测上下文也是一种描述两者关系的常用方法。这种方法

的第一步是定义一个词到其向量的映射关系 ϕ。将一个词 wi 及其上下文的 wj 输

入到 ϕ中获得他们的向量表示 vi 与 {vj}，并把这些向量输入到一个建模上下文的
函数 Fc；从而获得其上下文表示 hi = Fc({vj})，最后将 hi 输入到一个预测函数

Fp(hi,vi)达到描述两者关系的目标。在这类方法中，ϕ是词向量算法的最终产出。

基于语言模型的方法 前人工作探索了不同的上下文函数 Fc 与不同预测函数 Fp。
一种典型的组合是使用前文表示上下文，根据前文预测下一个词，即语言模型。

Bengio 等人在 2003 年的文献 [54] 中提出一种利用有限窗口上文预测下一个词的
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图 1-2 Bengio等人在 2003年的文献 [53]中提出的语言模型
Fig. 1-2 The language model proposed by Bengio et al. (2003) [53]

语言模型（如图1-2所示），成为这一类方法的先驱。具体来讲，给定一个窗口大小为

W 的上文 wi−W−1, . . . ,wi−1 以及目标词 wi，文献 [54]使用向量拼接的方式建模 Fc，
并使用多层神经网络建模用上文预测下一个词的概率 Fp = p(wi | wi−W−1, . . . ,wi−1)。
其模型可以形式化地描述为，

hi = ⊕i−1
j=i−W−1vj

s = linear′ (hi) + linear (tanh(linear (hi)))

p(wi | wi−W−1, . . . ,wi−1) = softmax
w

(
swi

)
。

其中，⊕ 代表向量的顺序拼接。对 Bengio的模型中的预测函数 Fp 与上下文函数
Fc 进行了一系列改进。这些改进包括：Mnih 与 Hinton 在 2007 年的文献 [55] 中

提出的在建模上下文 Fc 时使用加权求和取代拼接的 Log-bilinear Language Model

（简称 LBL），以及Mnih与 Hinton在 2007年的文献 [56]中提出的使用基于词表聚

类的启发式负采样提高 LBL中预测函数 Fp的学习速度的 Hierarchical Log-Bilinear

Language Model。

除了使用简单拼接或者加权平均的方法建模上下文 Fc，循环神经网络（recur-

rent neural network，简称 RNN）具备建模任意长度历史的能力，因而也可以作为

上下文的一种建模。Mikolov等人在 2010年的文献 [57]中提出 RNN语言模型建

模词的上下文（如图1-3所示）。与文献 [54]的思路一样，RNN语言模型也尝试建

模一定上文条件下一个词出现的概率。具体来讲，其形式如下：

vi = RNN(v1, . . . ,vi−1)

s = linear (vi)

p(wi | w1, . . . ,wi−1) = softmax
w

(
swi

)
。
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图 1-3 基于循环神经网络的语言模型
Fig. 1-3 The recurrent neural network language model

可以说，语言模型是最早的成功建模上下文以及上下文与目标词关系的方法。

通过分析可见，语言模型的思想在在上下文相关词向量中也得到了应用。

基于完形填空的方法 Collobert 等人在 2011 年的文献 [43] 中提出了另一种基于

‘‘完形填空’’的描述上下文以及上下文与目标词关系的方法，即包含目标词的上下

文的 ‘‘真实程度’’大于将目标词替换为随机词的上下文的真实程度。具体来讲，对

于窗口为 2W 的上下文，文献 [43]使用卷积神经网（convolutional neural network，

简称 CNN，文献 [42]）建模上下文 Fc，并将上下文向量输入一个前馈神经网络中
获得一个标量 s作为这一上下文 ‘‘真实程度’’的一种度量。具体来讲，一段上下文

vi−W , . . . ,vi, . . . ,vi+W 的 ‘‘真实程度”可以描述为：

hi = CNN(vi−W , . . . ,vi, . . . ,vi+W )

swi
= linear′ (tanh(linear (hi)))。 (1-1)

为了训练模型参数，文献 [43]使用最大化分类边界学习目标（margin loss）：

Θ = argmin
Θ

max{0,1 − swi
+ sw′} (1-2)

建模了这种完形填空的训练思想。其中 sw′ 为将在上下文 wi−W , . . . ,wi, . . .wi+W 中

的 wi 替换为 w′后重新计算公式1-1获得的分数。

文献 [43]提出的完形填空的思想有诸多独到之处。相对语言模型来讲，其最

为重要的不同是在描述上下文时不只考虑上文，更可以考虑下文。可以说，这种

思想与 Devlin等人在文献 [16]中提出的 BERT上下文相关词向量有紧密的联系。

基于单个上下文词与目标词关系的方法 如前文所述，建模词义分布式假设的核

心思想由两部分组成：1）选择一种方式描述上下文；2）选择一种模型刻画目标词
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图 1-4 文献 [1]提出的两种模型：CBOW（左）与 Skip-gram（右）
Fig. 1-4 The CBOW model (left) and Skip-gram model (right) from Mikolov et al. (2013) [1]

与其上下文之间的关系。使用语言模型以及使用完形填空的方法都对一定宽度内

上下文整体进行了表示。能否将上下文的整体表示化简为单个独立的词并预测单

个上下文词与目标词之间的关系呢？Mikolov 等人在 2013 年文献 [2] 中基于这种

思想提出了Word2vec模型。

相较语言模型，Word2vec模型采用某个上下文词的词向量 v′j作为Fc，并使用目
标词预测这个上下文或这个上下文预测目标词的概率作为 Fp。文献 [2]提出两种模

型建模，分别是CBOW与 Skip-gram模型（参考图1-4）。CBOW建模的是根据上下文

词的评价预测目标词的概率，即 p(wi | wi−W , . . . ,wi−1,wi+1, . . . ,wi+W )；Skip-gram建模

的是根据目标词预测某个上下文的概率，即 p(wj | wi)，其中 i−W ≤ j ≤ i+W, j , i。

具体来讲，CBOW模型可以描述为

hi =
1
2n

∑
i−W ≤ j≤i+W , j,i

v′j

p(wi | wi−W , . . . ,wi−1,wi+1, . . . ,wi+W ) = softmax
w

(
(vi)T · hi

)
。

而 Skip-gram可以描述为

p(wj | wi) = softmax
w

(
(vi)T · v′j

)
。 (1-3)

需要说明的是，文献 [2]采用两套不同的词向量分别建模了上下文词向量与预测词

向量。

Word2vec算法作为基于神经网络的自然语言处理模型的基础对于自然语言处

理的影响是深远的。但Word2vec对于词、上下文以及外部知识的过度简化也激发

了一系列工作。1）由于Word2vec在建模词时没有考虑词的形态学特征，一系列工
- 8 -
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作尝试将词的形态学信息融入 Word2vec 中。FastText [4] 是这类方法中最典型的代

表。相比 Word2vec采用的给每个词一个词向量的做法，FastText给词内字级别的

ngram一个向量，并用 ngram向量相加的方式获得词向量。相较Word2vec，FastText

可以给任意词一个向量，因而具有处理未登录词的能力。2）由于 Word2vec 没有

考虑目标词与上下文词的相对位置，Wang等人在文献 [58]中提出使用不同的 ϕ表

示不同相对位置的词，从而改进了原始算法。3）由于 Word2vec 在建模词义时没

有考虑人工构建的词义词典，一系列工作也尝试将外部知识，比如WordNet [59]，双

语词典 [60]，平行语料 [61]，远程监督信息 [62]等，引入Word2vec的模型学习中。

静态词向量的评价 至此，本章已经对当前具有代表性的 ‘‘静态’’ 词的向量化算

法进行了回顾。一个自然产生的问题是比较这些向量化的算法的优劣。Lai等人在

2016年的文献 [45]中对这些 ‘‘静态’’词向量化算法从多个方面进行了比较。文献

[45]比较的内容包括不同的因素对于产生的词向量的质量的影响。文献 [45]采用

语义相似度、语义类比，用作特征时的模型性能，用作初始化时的模型性能三类

指标评价了不同词向量的性能。这一系列工作尝试回答：1）训练语料规模对于模

型性能的影响；2）相同的参数设置下，哪种模型性能更好。对于第一个问题，文

献 [45]的结论是是训练数据规模越大，得到的词向量性能越好。对于第二个问题，

他们的研究没有给出明确的答案。不同的词向量算法在不同的实验指标下表现并

不一致。Yin与 Schutze也在 2016年的文献 [63]中验证了这一观察。

值得一提的是，词向量化的评价是一个争议很大的问题。词义相似度是很多

词向量算法使用的评价指标。然而，Faruqui等人在文献 [44]中指出词义相似度有

诸多问题，比如：词义相似度的评价具有主观性，与特定任务关联较强，与下游任

务的性能相关性较弱，不能评价一词多义的现象等。

本文关注的主要问题是词向量与下游语言分析任务的关系，一般来讲，词向

量在神经网络中的应用一般有两种模式：1）做为特征，以及 2）做为神经网络的

初始化。第一种模式将词向量用作输入，并在模型学习中保持不变。第二种模式

用词向量初始化参数。第一种模式使模型可以给未出现在训练数据中的词（指的

是特定任务的训练数据）一个合理的词向量。这种方式往往给模型带来更好的泛

化性，但由于词向量的泛化能力问题，也给模型学习带来了困难。第二种模式往

往使模型更容易学习，但也牺牲了一定的泛化性。两种方式孰优孰劣无法从理论

上给出解释，大部分工作是依靠实际任务的性能进行评价的。

关于不同的词向量在实际任务中的表现一直众说纷纭。文献 [45]与文献 [63]

都讨论了这一问题。表1-1总结了他们的比较结果。两篇文献都在相同的数据规模
- 9 -
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表 1-1 前人工作中的不同词向量的性能
Table 1-1 A comparison on the static word embedding algorithms

上下文表示
目标词与上下

文的关系

文献 [45] 文献 [63]
NER POS POS

Random 84.39 95.41 -

GloVe 加权的共现比例 预测共现比例 88.19 96.42 96.65
Skip-gram 上下文某个词的词向量 预测目标词 88.90 96.57 -

CBOW 上下文各词词向量的平均

值

预测目标词 88.47 96.63 96.40

LBL 上下文各词的语义组合 预测目标词 88.69 96.77 -
HLBL 上下文各词的语义组合 预测目标词 - - 96.53

NNLM 上下文各词的语义组合 预测目标词 88.36 96.73 -
C&W 上下文各词与目标词的语

义组合

目标词与上下文

的联合打分

88.15 96.66 96.58

的设置下重新训练了词向量。其中，文献 [45]在 CoNLL03命名实体识别数据集 [64]

上将词向量用作特征，在 Penn Treebank（简称 PTB）词性标注数据集 [65] 上将词

向量用作初始化。文献 [63] 在 PTB 词性标注数据集上将词向量用作初始化。从

表1-1可以看出，不同的词向量的性能存在一定差异，但这种差异并不显著，同时

某种词向量并不稳定地好于其他词向量。究其原因，本文认为主要的问题在于这

类方法采用静态的词向量表示方式，即一个词只有唯一的向量化表示。这种表示

方式使得词向量无法显示地建模一个词在不同上下文环境下句法语义功能的不同。

1.2.2 上下文相关词向量
一个词在不同的上下文环境下发挥的句法语义功能可能存在很大差异。举例

来讲，‘‘制服’’在 ‘‘他制服了窃贼’’与 ‘‘身穿该厂制服的工人”两种上下文环境下

分别用作动词（代表 ‘‘用强力使之驯服’’）以及名词（代表 ‘‘有规定式样的服装’’）。

给两种上下文环境下的 ‘‘制服’’ 相同的向量表示的做法无疑是值得商榷的。为了

建模这种与上下文相关的句法语义功能，更合理的向量化方法是根据一个词及其

上下文环境动态地决定它的向量表示。接下来，本章将按照上下文相关词向量的

发展过程对前人研究进行回顾。

context2vec Melamud 等人在 2016 年的文献 [66] 中首次从词向量的角度讨论这

一问题并提出 context2vec算法。context2vec在描述预测目标词与上下文关系时可

以类比 CBOW模型。但不同的是，context2vec采用 LSTM描述上下文 Fc。具体来
讲，context2vec将从左向右以及从右向左的词分别输入两个 LSTM中，并将隐层

输出作为上下文的表示。context2vec可以形式化地定义为：
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h∗i =
−−−−−→
LSTM(v1, . . . ,vi−1) ⊕

←−−−−−
LSTM(vi+1, . . . ,vn)

hi = linear′
(
ReLU

(
linear

(
h∗i

) ) )
p(wi | w1, . . . ,wi−1,wi+1, . . . ,wn) = softmax

w

(
(vi)T · hi

)
。

除了选择不同的方式描述上下文，相对Word2vec一类的静态词向量，context2vec

最重要的不同在于采用 hi 作为 wi 的词向量。这种做法使得同一个词在不同的上

下文条件下拥有不同的向量表示。可以说，context2vec 是上下文相关词向量的最

早尝试。

CoVe McCann等人在 2017年的文献 [12]中再次强调了依照上下文对词进行向量

化的重要性。在文献 [12]中，McCann等人使用神经网络的机器翻译 [67–69] 的解码

器的输出作为对应词的上下文相关词向量，并将其算法命名为上下文相关词向量

（Contextualized word vectors，简称 CoVe）。虽然并未明确定义目标词与上下文的，

可以认为 CoVe使用双向 LSTM描述上下文 Fc，用机器翻译中目标语的词作为目
标词，从而使用翻译的关系描述了源语言上下文与目标语词之间的关系。McCann

等人将 CoVe词向量作为特征输入，并在情感分析 [70]、问题分类 [71]、文本蕴含 [72]

以及阅读理解 [73]中取得了性能的提升。

ELMo 从建模词义分布式假设的角度讲，CoVe并未对目标词以及上下的关系进

行明确定义。2018年，Peters等人在文献 [13]中明确将目标词定义为语言模型中待

预测的下一个词，并提出基于语言模型的上下文相关词向量— ELMo。具体来讲，

一个句子 (w1, . . . ,wn)的前向语言模型可以形式化地定义为：

p(wi | w1, . . . ,wi−1) = softmax
w

(
Wwi

−→h i−1 + bwi

)
。 (1-4)

其中
−→h i 是前向上下文表示模型的最终输出。后向语言模型采用相同的方式定义。

为了建模语言模型并计算
−→h i，文献 [13]首先使用基于字的 CNN计算一个词

的上下文无关的表示，即 vi = CNN(wi)；然后使用带有短路机制（skip-connections，

文献 [74]）的多层 LSTM表示前向/后向上下文。以前向语言模型为例，多层模型

可以递归地定义为

−→h (k)i =
−−−−−→
LSTM(k)

(−→h (k−1)
1 , . . . ,

−→h (k−1)
i

)
。 (1-5)

其中，
−→h (0)i = vi and

←−h (0)i = vi；最后，上下文相关词向量可以定义为 L 层隐层状态

的加权平均，即
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ELMoi = γ

L∑
k=0

sk ·
(−→h (k)i ⊕

←−h (k)i

)
。 (1-6)

文献 [13]提出通过最大化下一个词的对数似然的方式在大规模生文本中学习

语言模型。最终学习目标是两个方向上的对数似然的加和，形式化地定义为：

Θ = argmax
Θ

n∑
i=1

(log p(wi | w1, . . . ,wi−1) + log p(wi | wi+1, . . . ,wn))

= argmax
Θ

n∑
i=1

log softmax
w

(
linear

(−→h i

))
+ log softmax

w

(
linear

(←−h i

))
。 (1-7)

文献 [13] 将上下文相关词向量用作特征，在包括阅读理解 [73]、文本蕴含 [72]、

语义角色标注 [75]、共指消解 [76]、命名实体识别 [64]、以及情感分析 [70] 在内的六项

数据集上取得了当时最优结果。

除了性能的提升，文献 [13]也指出对于多层 LSTM，使用语言模型为目标学

习出的网络具有从句法到语义的逐步抽象能力。具体来讲，LSTM的底层有更好的

句法抽象能力，高层具有更好的语义抽象能力。1O同年，Peters等人在文献 [77]中

对于 ELMo进行了更加深入的分析。根据文献 [77]，ELMo的成功主要来自从大规

模生语料中使用语言模型的学习目标学习参数。表示上下文的网络结构对于最终

模型性能的影响并不大。 2O 同时，不同的网络都表现出底层的句法抽象能力更好，

高层的语义抽象能力更好的特性。

ULMFit 在 ELMo同时，Howard与 Ruder在 2018年的文献 [14]中从迁移学习的

角度研究了从语言模型迁移到文本分类任务的最佳实践方法。文献 [14]强调前人

有关语言模型未能给文本分类带来显著性能提升的主要原因是并未合理地对语言

模型进行精调参数（fine-tune parameters）。文献 [14] 从另一个角度佐证了上下文

相关词向量的有效性。

GPT 可以看出，从描述上下文到描述目标词与上下文的关系，ELMo 都与

第1.2.1.2节中基于 RNN 的语言模型有密切关系。不同于前人工作将 RNN 语

言模型中的词向量表视作向量化的最终产物，ELMo 将整个 RNN 视作是向

量化的产物并取得了巨大的成功。除了观念的变化，近年来语言模型技术的发

展 [53,57,79,80] 以及多任务学习技术的发展 [81,82] 也为 ELMo 的成功提供了保障。沿

着基于语言模型的上下文相关词向量的思路，Radford等人在 2018年的文献 [15]中

1O 实践中，底层在词性标注等典型句法任务中表现更好，高层在共指消解等典型语义任务中表现更好。

2O 文献 [77]尝试了 Gated CNN [78]，Transformer [18] 两种网络结构。
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提出使用单向 Transformer建模上文的模型— Generative Pre-Training（简称 GPT）。

除了描述上下方式的不同，GPT的最大特点是在特定任务上对预训练的语言模型

进行精调参数。这种方法进一步提升了模型性能。

BERT 2018 年下半年，Devlin 等人基于 GPT 预训练的思想，在文献 [16] 中提

出使用自注意网络（Bidirectional Encoder Representations from Transformers，简称

BERT）建模目标词的左侧和右侧的上下文。通过将目标词遮罩并使用词级别完形

填空（或称遮罩语言模型，masked language model）和句子级完形填空的学习目标

训练双向自注意网络，从而取得了 11项任务的大幅度性能提升，获得了超越 ELMo

与 GPT的效果。

相对 ELMo与 GPT，BERT对于建模词义分布式假设做出的改进是多方面的。

从描述上下文的角度，BERT利用双向自注意网络的特点，真正地描述了 ‘‘双向’’

的上下文。从描述目标词与上下的角度，BERT提出的两个学习目标如下：

• 词级别完形填空：随机将句子中的词替换为一个特殊标记，并用这个位置

的上下文相关词向量预测原来的词；

• 句子级完形填空：将两个句子连接起来，并预测第二个句子是不是第一个

句子的后续句子。值得一提的是，这种句子级完形填空的分类问题是在词级别上

进行预测与学习的。

这种方式与语言模型有很大差异。但与 Collobert等人 2011年的工作 [43]有

相似之处。

通过上述讨论不难看出，虽然产生巨大变革，上下文相关词向量仍可以套用建

模词义分布式假设的两个维度：上下文以及上下文和目标词的关系进行解释。表1-

2从这两个维度对上述上下文相关词向量方法进行总结。然而，上下文相关词向量

的研究不应只局限于表1-2。新的上下文表示方法以及新的建模目标词与上下文关

系的模型都是值得探索的。

1.2.3 基于词向量的语言分析技术
包括分词、词性标注、命名实体识别、句法分析在内的语言分析任务是下游自

然语言处理任务的基础（如图1-5所示）。语言分析模型的性能很大程度上影响了

下游任务的准确率。因而吸引了大量科研兴趣。在接下来的章节中，本章将首先从

词法分析（§1.2.3.1）和句法分析（§1.2.3.2）两个方面对于当前研究进行回顾。然

后讨论表示学习与基于结构预测的语言分析的关系（§1.2.3.3）。

1.2.3.1 基于词向量的词法分析

一般认为，词法分析包括中文分词、词性标注以及命名实体识别。其中，中文
- 13 -
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表 1-2 上下文相关词向量算法的比较。
Table 1-2 A comparison on the contextualized word embedding algorithm.

模型名称 上下文表示 目标词与上下文的关系 用法 Multi-NLI结果

CoVe 双向 LSTM 机器翻译 特征 -
ELMo 双向多层 LSTM 双向语言模型 特征 79.6/79.3

ELMo+ 双向多层 Gated CNN 双向语言模型 特征 78.3/77.9
双向 Transformer 双向语言模型 特征 79.4/78.3

GPT Transformer 单向语言模型 初始化 81.8/-
BERT Transformer 词级别完形填空，句子

级完形填空

初始化 86.7/85.9
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图 1-5 一个语言分析的例子
Fig. 1-5 An example of language analysis

分词指的是把中文的原始句子分割成词序列的过程。举例来讲，对于句子 ‘‘浦东

开发与经济建设同步’’进行分词可以得到 “浦东开发与经济建设同步’’的词序

列。词性标注指的是为句子中的每个词标注词性的过程。词性主要包括名词、动

词、形容词、副词、介词、代词等，是一个词的句法类别的概括。命名实体识别指

的是识别句子中的实体并给实体打标签的过程，以 “Michael Jordan is a professor at

Berkeley’’为例，命名实体识别将连续的词片段 “Michael Jordan’’识别为人名，将

“Berkeley’’识别为机构名。根据输出结构的不同，这三种问题可以归类为切分（分

词和命名实体识别）以及序列（词性标注）两类问题。

对于切分问题，最直接的建模方法是将其转换为标注边界的序列问题 [19,24]。以

“Michael Jordan is a professor at Berkeley’’ 的命名实体识别为例，这种方法给输入
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的 7个词打 “B-PER, E-PER, O, O, O, O, S-ORG’’标签。这种建模范式将三种词法

分析进行了统一。从这种统一的序列标注的角度来看，词法分析模型可以拆解为

两部分：1）对输入的词进行表示；2）对输出的序列结构进行建模。Collobert等人

在 2011 年的文献 [43] 中最早将词向量输入卷积神经网络从而对于词及其周围的

上下文进行表示。文献 [43]使用简单分类的方式对结构进行建模。Huang等人在

2015年的文献 [5]将基于 LSTM的上下文表示引入词法分析，并使用 CRF建模结

构。Lample 等人在 2016 年的文献 [6] 中强调了使用基于字的模型对词进行表示，

从而取得显著的性能提升。Peters等人在 2017年的文献 [83]中提出将语言模型的

输出作为词表示的补充，从而获得进一步的性能提升。

从基于词向量的一系列词法分析工作来看，模型性能的提升总是伴随着词表

示方法的进步。Reimers与 Gurevych也在 2017年文献 [84]中指出词法分析模型的

性能与词向量选取的相关性。但文献 [84]显示合理建模结构仍有其意义。

除了使用 CRF对结构建模，前人工作也尝试了在词法分析中使用基于转移以

及全局解码的方法 [85,86]。可以说，加强词表示是词法分析性能提升的重要途径。在

词表示相同的条件下，合理地建模结构也能带来性能的提升。

1.2.3.2 基于词向量的句法分析

主流句法表示形式有两种：短语句法和依存句法。短语结构句法描述短语的

句法功能以及若干短语组合形成新的短语的过程。依存句法则描述句子中词与词

的修饰关系。相较短语结构句法，依存句法具有形式简单易懂、可以刻画交叉关

系等优势。因而，本文将句法分析的重点放在依存句法上。

依存句法分析的算法主要有两类：基于图的方法与基于转移的方法。基于图

的方法将依存句法分析转化为一个寻找最大生成树问题。如果打分函数定义在有

限阶的弧上，寻找最大生成树的问题可以通过动态规划进行求解 [25]。基于转移的

方法则将依存句法分析转化为一个最优移进-规约序列的搜索问题 [26]。

Chen 与 Manning 在 2014 年的文献 [28] 中首次将词向量应用于基于转移的

依存句法中。文献 [28]的方法在提出之处尚无法与传统基于特征的方法抗衡。但

Weiss等人在 2015年的文献 [87]发展了文献 [28]的方法，并通过多层网络强化了

词表示并取得了当时最优的性能。然而，文献 [87]的方法非常依赖调参且稳定性

较差。Dyer等人在 2015年的文献 [7]中提出的通过 LSTM建模词的上下文的方法

真正给基于词向量的句法分析带来了稳定的提升，进而证明有效表示词对于句法

分析的重要性。

上述工作主要针对基于转移的方法。Kiperwasser与Goldberg在 2016年的文献

[88]中首次将词向量应用于基于图的依存句法分析中。文献 [88]使用双向 LSTM
- 15 -
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对上下文合理地建模并在此基础上使用一阶Esiner算法寻找最大生成树。文献 [88]

获得了相对基于转移的方法更好的性能。而Dozat与Manning在 2017年的文献 [8]

中进一步发展了文献文献 [88]的方法。相较文献 [88]，文献 [8]强化了上下文表示

并弱化结构预测算法。其采用一种贪心的近似算法计算最大生成树。这种简化为

模型性能带来了显著提升。之后，Dozat等人在 2017年的文献 [89]中加入基于字

的词表示，进一步提升了性能。

通过回顾前人基于词向量的句法分析方法，本文将其性能提升的关键总结为

对于词表示的强化。这一观察与前一节相符，即词表示能力的提升是句法分析性

能提升的关键。

1.2.3.3 表示学习与基于结构预测的语言分析的关系

从结构预测的观点看待这些语言分析问题，每种问题都有特殊的结构与之对

应。其中，分词、命名实体识别对应分割结构预测问题；词性标注对应序列结构

预测问题；句法分析对应树结构预测问题。在神经网络兴盛之前，研究人员热衷

于对自然语言结构进行复杂的建模。这类研究趋势可以进行如下总结：1）强调全

局解码：从最大熵马尔科夫模型 [90] 到条件随机场模型 [91] 是这一研究范式的代表。

这类研究强调在全局条件下无偏地求最优结构（应用于测试阶段）以及无偏地计

算边缘概率（应用于训练阶段）。2）强调高阶结构：从句法分析的一阶 Eisner算

法 [36] 到二阶甚至更高阶的最大生成树算法 [25] 是这一研究范式的代表。同时，这

种思想也激发了以牺牲精确解码换取任意阶特征的非精确解码算法 [39]。

全局解码与高阶特征在神经网络兴起之前受到推崇的一大原因是稀疏的词汇

化特征表达能力不足。实际，早在 2008年，Liang等人就在文献 [92]中指出解码

的复杂程度与表示复杂程度存在某种折中。即简单的解码与复杂的特征表示可以

达到复杂的解码与简单的特征表示相同的性能。

Liang等人的观点在基于神经网络的语言分析中得到充分的验证。基于神经网

络的语言分析模型的一大特点就是表示模型无一例外非常复杂。当前性能最优的

词性标注模型 [6,23] 使用 LSTM 或 CNN 建模词，并使用多层双向 LSTM 建模上下

文。性能最优的分词模型 [93]使用也双向 LSTM建模上下文。性能最优的依存句法

分析器 [8] 也采用类似的上下文表示。可以说，双向 LSTM已经成为诸多语言分析

模型的标准配置。伴随着 LSTM的大规模应用，全局解码与高阶特征或被抛弃或

被证明对于性能影响较小。Dozat与 Manning在 2016年的文献 [8]中提出的当前

性能最优的深度双仿射句法分析器是这一最新科研范式的最佳例证。深度双仿射

句法分析器完全抛弃了稀疏特征时代标配的 Esiner算法（或更高阶的最大生成树

算法），将依存句法分析化简为分类问题。相同的，Ma等人在 2018年的文献 [93]
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中提出的性能最优的中文分词器也只依赖于字级别的分类，而抛弃了稀疏特征时

代的 ‘‘标配’’条件随机场模型。

基于上述分析，强化基于神经网络的语言分析模型中的表示模型是提高语言

分析性能的重要而有效的手段。上下文相关词向量作为一种有效的表示模型有望

提高语言分析模型的性能。

1.3 本文的研究内容及章节安排

本文针对上下文相关词向量在语言分析技术中的应用开展一系列研究工作。

这些工作按照从词表示，到词法分析，再到句法分析的顺序组织。具体来讲，本文

包含 5章。各章节内容组织如下：

在第1章中，本文介绍了本文课题的研究背景、意义，并对上下文相关词向量

及其在语言分析方面的应用现状进行概述与分析，最后对本文主要内容进行了规

划。

在第2章中，针对现有上下文相关词向量的效率问题，本文从大部分语言分析

模型仅依赖局部上下文表示出发，提出了一种融合相对位置权重的窗口级自注意

力机制并用它建模上下文相关词向量。实验结果表明，本文提出的词向量能够在

不损失语言分析精度的条件下三倍提升模型的解码速度。

在第3章中，针对语言分析中的切分问题（中文分词与命名实体识别）对合理

的片段（词与实体）表示的依赖，本文在上下文相关词向量的基础上提出一种基于

简单拼接的片段表示方法并将其应用于半-马尔科夫条件随机场中。在典型切分问

题的实验中，本文基于上下文相关词向量的片段表示有效地提高了模型性能。通

过进一步融合任务相关的上下文表示以及建模片段级信息的片段向量，本文模型

取得了当前最优的性能。本文第3章的工作也经验性地证明了上下文相关词向量可

以通过简单组合表示片段。

在第4章中，针对上下文相关词向量对多国语句法分析作用尚无明确结论的现

状，本文提出在多国语句法分析中使用上下文相关词向量并在大规模树库上验证

上下文相关词向量的有效性。除了获得稳定且显著的性能提升，本文针对提升的

原因进行了详细的分析。大量分析实验表明，性能提升的主要原因是上下文相关

词向量通过对于未登录词词形的更好的建模有效地提升了未登录词的准确率。基

于这一分析结果，本文在资源稀缺的模拟数据中进行了实验，并经验性地证明少

量标注数据与上下文相关词向量配合可以获得很好的句法分析性能。

在第5章中，针对使用上下文相关词向量的句法分析参数过多、运行速度较慢

的问题，本文提出一种结合探索机制的知识蒸馏算法，以将基于上下文相关词向
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基于局部信息的上下文相关词向量模型（第2章）

词表示

词法分析 句法分析

基于上下文相关词向
量的词法分析
（第3章）

基于上下文相关词向
量的句法分析
（第4章）

基于知识蒸馏的句法
分析加速
（第5章）

加速

支撑

图 1-6 论文总体框架
Fig. 1-6 The organization of the thesis

量的复杂模型用不使用相应词向量的简单模型进行近似，从而在不显著降低性能

的情况下提高句法分析速度。实验结果表明，本文提出的方法在损失少量句法分

析准确率的情况下，近十倍地提升了速度。

本文各章节之间逻辑关系如图1-6所示。其中，第2章的词表示的工作为后续章

节提供支撑，第3章在第2章的基础上研究了词法分析并通过词法分析探索了第2章

词表示的组合特性。第4章在第2章的基础上研究了句法分析并详细分析了第2章词

表示与句法分析的关系。第5章以为第2章和第4章为基础，将这两章的复杂模型进

行速度优化从而使之获得更广泛的应用。
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第 2章 基于局部信息的上下文相关词向量

2.1 引言

上下文相关词向量 [12–16] 是静态词向量 [1–4] 的一种有效替代。得益于对于相同

的词在不同的上下文环境的更好的建模，上下文相关词向量已经给多项句法语义

任务带来显著的性能提升。这些任务包括：问答 [13,16]、语言角色标注 [13]、共指消

解 [94]、文本蕴含 [13,16]、情感分析 [13]、短语结构句法 [95,96]以及命名实体识别 [16,83]。

上下文相关词向量的成功主要源于对上下文的合理建模。为了合理建模上下

文，前人工作往往强调使用深层网络对于整句乃至前后两句进行多次抽象。这种

做法使得从大规模文本中学习上下文相关词向量的过程消耗大量的资源。Peters等

人在 2018 年的文献 [13] 中提出使用双向语言模型作为目标学习上下相关词向量

的算法—ELMo。他们的模型使用两层 LSTM表示上下文。根据文献 [13]，在包含

80万词的 one billion word benchmark语料（1B word benchmark，文献 [97]）上训

练 ELMo大约需要 1张 NVIDIA 1080 Ti显卡两个星期的运算时间。Devlin等人在

2018年的文献 [16]中提出使用 12层 Transformer网络建模上下文的模型— BERT。

根据文献 [16]，在 330 万互联网数据上训练 BERT 需要 16 个 TPU 4 天的训练时

间。这一训练过程等价于在 8核 NVIDIA V100显卡上训练 44天。1O除了超长的训

练时间，这些使用过量参数（over-parameterized）的模型也很大程度地降低了解码

速度，使其难于部署到真实世界的应用中。

另一方面，对于像词性标注这样的问题，使用局部上下文可以很好地表示词。

在深度学习流行前的时代，使用单词窗 2O作为 ‘‘特征’’表示词的做法是最广泛采用

的词表示方法 [24,25,29,37]。对于神经网络模型，单词窗模型也在多项语言分析问题中

取得了很好的性能 [43,98]。一个有趣的研究问题是我们需要对在多大窗口的上下文

进行建模？我们能否牺牲一定的全局性换取速度的提升？ Peters等人在 2018年的

文献 [77]中尝试将文献 [13]中的 LSTM替换为Gated CNN（GCNN，文献 [78]）以

及 Transformer网络。然而，他们的模型仍强调通过扩大 CNN的感受域（inception

field）或者在整句上使用自注意力机制来表示整句的上下文信息。局部的上下文表

示能够达到怎样的效果仍旧没有得到很好的答案。

本章在基于双向语言模型的上下文相关词向量的框架 [13]下探索使用单词窗建

1O http://timdettmers.com/2018/10/17/tpus-vs-gpus-for-transformers-bert/
2O 即以要表示的词为中心，左右各取若干个词。
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模上下文的可能性。基于 ‘‘不同距离、不同内容的上下文在表示一个词时的相关

程度不同’’ 这一假设，本章提出一种融合相对位置权重的局部自注意力机制对局

部上下文进行表示。相较文献 [77]中的 GCNN和 Transformer，本章模型并不强调

表示整句的上下文信息，因而模型更浅、速度更快。与使用 LSTM 的原始 ELMo

相比，这种浅层局部模型在不降低模型性能的前提下获得大约 3倍的速度提升。

本章在随机采样的 10万词句英文维基百科数据（记为 enwiki100m）和 1B word

benchmark两个大规模文本语料库中学习了本章提出的上下文相关词向量，并将其

应用于五个需要对句子句法特性进行建模的序列标注任务 [84]中。在两个不同数据

集的设置下，本章提出的上下文相关词向量均取得了平均意义上与 ELMo相近的

性能，并在几项任务中超越 ELMo。在语义角色标注 [75]和共指消解 [76]的语义实验

也证实了本章提出的上下文相关词向量的表示能力与速度优势。

本章的主要贡献包括：

• 本章提出了一种融合相对位置权重的局部自注意力机制对局部上下文进行

表示，并利用这种表示学习上下文相关词向量（§2.3）。

• 本章在五项句法任务（§2.4）以及两项语义任务（§2.5）中评价了本章提出

的模型的表示能力。句法任务结果显示，本章提出的模型在取得与 ELMo相同性

能的前提下，三倍地提升了速度。语义任务结果显示，本章提出的模型取得了与

ELMo可比的性能。

• 本章以句法任务为目标，研究了影响局部模型性能的重要因素（§2.4.4）。本

章分析显示，使用多层抽象对于上下文的表示能力有重要作用。同时，本章提出

的相对位置权重和局部自注意力机制能够相互作用，提高模型表示能力。

本章实验代码开源于：https://github.com/Oneplus/ELMo.

2.2 背景知识

2.2.1 上下文无关词向量
自然语言处理是研究如何对计算机进行编程进而处理和分析自然语言数据的

领域。由于词是语言的基本单元，计算机处理和分析自然语言数据的基本而重要

的步骤是将表示为符号的词转换为计算机可以处理的数字表示。随着神经网络的

发展，研究者们提出了多种将词转换成其低维矢向量表示（即词嵌入）的技术。这

些技术背后的基本假设是词义分布式假设 [10]，即一个词的词义可以采用它的上下

文进行表示。Word2vec [1,2]、FastText [4]和 GloVe [3]是这些技术中的代表。Word2vec

通过预测词的上下文来建模分布式假设。FastText 在除了预测上下文，还用子词

（subword）的信息建模了词。GloVe通过预测两个单词的共现来建模分布假设。他
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们都在原有词义分布式假设上进一步假设一个词有唯一的向量表示。这一假设使

得上下文无关词向量无法建模 ‘‘一词多义’’等现象。

2.2.2 上下文相关词向量
与上下文无关词向量不同的是，上下文相关词向量 [12–16]取消了一个词有唯一

的向量表示的假设，从而使模型能够根据上下文动态地决定一个词的词义。在这

种思路下，一个词的上下文相关词向量 ei 可以形式化地定义为

ei = Fc(v1, . . . ,vn)i。 (2-1)

其中广义向量化函数 Fc将一个输入序列映射到相等长度的输出序列中；而 vi ∈ Rd

是第 i个词 wi 的上下文无关的表示。通过根据上下文动态地表示一个词，这个词

的 ‘‘一词多义’’现象能够得到建模。

2.2.3 基于语言模型的上下文相关词向量
Peters 等人在文献 [13] 中提出通过首先训练双向语言模型然后将语言模型的

隐层向量作为上下文相关词向量的方法—基于语言模型的上下文相关词向量。本

文第1.2.2节已经对于 ELMo如何建模语言模型，如何建模上下文，以及如何学习

参数进行了介绍。本章在基于语言模型的上下文相关词向量的框架下建模本章的

上下文相关词向量。正如第1.2.2节讨论的，基于语言模型的上下文相关词向量主

要有两个模块，即：

• 词表示函数 ϕ：词表示函数接受一个词 wi 并且输出它对应的上下文无关词

向量 vi。

• 两个方向的上下文表示函数
−→Fc、
←−Fc：这两个函数接受一个上下文无关的向

量序列，并且输出其上下文相关词向量。

2.3 基于局部信息的上下文相关词向量模型

本章的主要目标是提高上下文相关词向量的训练测试速度。根据文献 [77]，词

表示函数 ϕ输出的上下文无关词向量可以通过预处理与缓存机制快速计算，其效

率对于测试速度的影响并不大。因而，本章工作的重点在提出新的上下文表示函

数
−→Fc、
←−Fc 以获得训练测试的加速（§2.3.2）。但是，提高词表示函数的效率能够给

训练带来加速，从而缩短模型开发周期。因此，本章也探索了可以给训练带来潜

在加速的词表示函数（§2.3.1）。

对于上下文相关词向量训练的加速问题，除了从词表示与上下文表示的角度

出发，Li 等人在 2019 年的文献 [99] 中提出最小化上下文相关词向量与静态词向

量距离的训练方式— SemFit。文献 [99]使用 SemFit替代文献 [13]中的词表级的
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对数似然，从而获得了训练速度的提升。但根据文献 [99]，这种方法会带来一定的

精度损失。所以本章仍使用文献 [13]提出的基于双向语言模型对数似然和的学习

目标（公式1-7）。

2.3.1 词表示函数
2.3.1.1 基于字 CNN的词表示方法

文献 [13] 采用 Kim 在 2016 年的文献 [79] 中提出的基于字 CNN 的词表示模

型（如图2-1左图所示）。基于字 CNN的词表示模型通过使用不同宽度的卷积函数

在字序列方向滑动建模了不同词片段的重要程度。当然，在卷积函数数量增加时，

基于字 CNN的词表示模型的速度会降低。

2.3.1.2 基于词片段加和的词表示方法

对于建模词片段的问题，基于字 CNN 的方法通过卷积函数自动挖掘词片段

（对于 ‘‘重要程度’’的建模可以认为是一种对于词片段的挖掘）。除了这种自动的方

法，另一类常见的方法是使用语言学家定义的词片段作为词的一种切分。从词到

词片段序列的过程叫做词切片（tokenization）。Luong等人在 2013年的文献 [100]

以及 Botha 等人在 2014 年的文献 [101] 中分别证明了切片获得的词片段的向量

（wordpiece embedding）建模词向量的有效性。为了加速模型学习，本章参考文献

[101]并使用文献 [16]中的词切片方法首先获得词片段，然后通过词片段向量加和

的方法计算整个词的表示（如图2-1右图所示）。

基于词片段加和的方法加速词表示的原因有两方面。第一方面是由于词切片

的输出是不相交的，基于词片段的方法考虑的词片段更少。第二方面是由于加和

不包含矩阵乘法，基于词片段的方法运算得更快。但这种表示方法也会相应带来

无法建模相交片段，表达能力不足的问题。

2.3.2 上下文表示函数
局部上下文表示 根据上下文表示模型能够建模的上下文的长度，前人工作可以

归纳为两类。一类是类似 LSTM 和 Transformer 的对于完整句子的上下文进行建

模的模型。另一类是类似 CNN的对一个窗口内的上下文进行建模的模型（窗口模

型）。对于第 i个词的宽度为W 的上下文，窗口模型可以形式化地定义为：

hi = Fc(v1, . . . ,vi, . . . ,vn) = Fc(vi−W , . . . ,vi, . . . ,vi+W )。 (2-2)

在基于语言模型的上下文相关词向量的框架下，窗口模型可以定义为：

hi =
−→Fc(vi−W , . . . ,vi) ⊕

←−Fc(vi, . . . ,vi+W )。 (2-3)

需要注意的是，当窗口大小足够大时，窗口模型也可以建模完整的句子信息。
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图 2-1 左图为基于字 CNN的词表示模型，右图为基于词片段加和的词表示模型。
Fig. 2-1 The left figure is the character CNN model and the right figure is the wordpiece summation

model.

Bengio等人在 2003年的文献 [53]中首次提出使用神经网络建模语言模型。同

时，文献 [53]也是最早在基于神经网络的语言模型中使用窗口模型表示上下文的

工作。具体来讲，为了表示 wi，文献 [53]使用拼接窗口内词向量 vi−W , . . . ,vi，并

将其输入前馈神经网络（MLP）的方式建模上下文。以前向语言模型为例，第 i个

词的上文表示
−→h i 可以形式化地描述为：

−→h i = linear (vi−W ⊕ · · · ⊕ vi)。 (2-4)

根据前馈神经网络的性质，文献 [53] 可以理解为将窗口内的词向量同时按顺序

和维度加权求和。类似的，后向语言模型输出下文表示
←−h i 可以定义为

←−h i =

linear (vi ⊕ · · · ⊕ vi+W )。
Minh等人在 2007年的文献 [55]中发展了文献 [53]的方法并将拼接替换为词

向量按照相对距离加权求和。对应的第 i个词的上文表示
−→h i可以形式化地描述为：

−→h i =

i∑
j=i−W

ci−j · vj。 (2-5)

其中，ci−j 是一个标量，可以解释为：根据相对距离决定一个窗口内的词 wj 与目

标词 wi 的相关程度，一个词距离目标词越近，相关程度越高。类似的，第 i 个词

的下文表示
←−h i 可以形式化地描述为

←−h i =
∑i+W

j=i cj−i · vj。
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融合相对位置权重的局部自注意力机制 建模一个词与目标词相关程度的做法在

自注意力机制（self-attention，文献 [18]）中得到进一步发展。具体来讲，对于一

个词 vi 及其上文词窗口 vi−W , . . . ,vi，自注意力机制通过公式：

ai−j = softmax
i−W ≤ j≤i

(
vi · vTj√

d

)
(2-6)

计算 wi与窗口内每个词 wj 的权重。其中，d是 vi的维度。
1O相较文献 [55]提出的

相对位置权重，自注意力机制根据一个词与目标词的内容决定其相关程度。直观

地讲，内容对于两个词的相关程度的判断有重要作用。以图2-1中的句子为例，在

建模 “absurdity’’时，“recognized’’的相关程度应高于 “the’’。然而，这种方法无法

区分不同距离的相同词。因此，在自注意力机制中建模距离信息仍是有意义的。

在文献 [18]中，词窗口的范围覆盖整个句子。本章旨在通过建模局部信息加

速上下文建模，因而只在一个有限范围内计算自注意力。除了使用自注意力分数

作为重要程度的衡量，本章也像文献 [55]一样将相对距离引入模型，使得上下文

表示建模了不同距离、不同内容的上下文在表示一个词时的相关程度不同。本章

引入相对距离的方式是将其作为一个额外的未归一化的分数与自注意力分数进行

加和，得到的上文表示可以形式化地定义为:

ai−j = softmax
i−W ≤ j≤i

(
vi · vTj√

d
+ ci−j

)
。 (2-7)

类似的，下文表示可以定义为：aj−i = softmaxi≤ j≤i+W

( vi ·vTj√
d
+ cj−i

)
。在计算获得 ai−j

后，第 i个词的上下文表示可以写作：

−→
h∗i =

i∑
j=i−W

ai−j · vj。 (2-8)

关于位置信息，文献 [18] 提出将建模绝对位置的位置向量（position embed-

dings）与 vi 相加从而使模型捕捉位置信息。相较文献 [18]的方法，本章方法只依

赖相对位置权重 c表示位置信息。文献 [102]提出了一种使用相对位置向量的方法

表示相对位置。其方法可以形式化地描述为：

ai−j = softmax
i−W ≤ j≤i

(
vi · vTj + vi · cTi−j√

d

)
。 (2-9)

其中，ci−j 是相对位置向量。相对于文献 [102]的方法，本章模型对相对位置表示

1O 文献 [18]提出一种将 vi 切分为多个子空间并在子空间上计算自注意力权重的方法，即多头自注意力机制

（multi-headed attention）。在多头自注意力机制中，d 是每个子空间的维度。本章也使用了多头注意力机

制，并将 ‘‘头’’数设为 16。
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进行了化简。

本章参考文献 [13]并将窗口内加权平均的词向量
−→h∗i输入高速公路网络（high-

way network，文献 [103]）从而获得最终的表示
−→
h′ i。综上所述，本章提出的模型在

一层一个窗口内的表示可以形式化地定义为：

−→
h′ i = h(−→h∗i) · g(

−→
h∗i) +

−→
h∗i · (1 − g(

−→
h∗i))。 (2-10)

其中，h(x) = Whx+ bh是高速公路网络中的映射函数，g(x) = Wgx+ bg是门控函数。

多层机制 本章参考文献 [77]使用的多层机制对上下文进行多次抽象（如图2-2所

示）。同时，本章层和层之间加入短路机制 [74] ，从而减少多层带来的梯度消失问

题。当定义
−→h (k)i 为第 k 层的第 i个词的输入时，多层机制可以形式化地定义为：

−→
h′ (k)i =

−→Fc (k)
(−→h (k−1)

i−L , . . . ,
−→h (k−1)

i

)
−→h (k)i =

−→
h′ (k)i +

−→h (k−1)
i 。

(2-11)

其中 k 从 0计数，k = 0代表上下文无关的词向量。

综合公式2-7到2-11，对于模型的一层，本章提出的融合相对位置权重的局部

自注意力机制可以表述为：

a(k)i−j = softmaxi−W ≤ j≤i

(
−→h (k−1)

i ·
(−→h (k−1)

j

)T
√
d

+ ci−j

)
−→h∗(k)i =

∑i
j=i−W a(k)i−j ·

−→h (k−1)
j

−→
h′ (k)i = h(−→h∗(k)i ) · g(

−→h∗(k)i ) +
−→h∗(k)i · (1 − g(

−→h∗(k)i ))
−→h (k)i =

−→
h′ (k)i +

−→h (k−1)
i 。

(2-12)

2.3.3 实现与模型训练细节
本章在随机采样的 10 万词英文维基百科数据（enwiki100m）以及 1B word

benchmark上训练本章的上下文相关词向量。两个生文本的统计数据如表2-1所示。

由表2-1可见，本章使用的生语料句子的单句词数大部分小于 50，所以本章将句子

按照 50的进行了截断。

本章将上下文相关词向量的维度设置为 1,024（前向与后向各 512维）。为了

公平比较，本章也将其他基线系统的维度设置为 1,024。本章根据开发集的实验结

果决定模型的层数 L 与窗口宽度W。如前文所述，本章以双向语言模型的对数似

然和（公式1-7）为优化目标训练了本章的模型。本章使用 Adam算法 [104] 优化参
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... moment the absurdity is recognized …
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图 2-2 本章使用的多层机制
Fig. 2-2 Our model with multi-layer mechanism

表 2-1 生语料数据统计
Table 2-1 The statistics of raw data

数据集 句子数 小于 50词的句子比例 词数 词表大小

enwiki100m 6.8M 97.93% 100M 2.8M
1B word benchmark 30.6M 96.62% 776.4M 2.4M

数，并按照文献 [18]的建议，根据公式

rate = d0.5
model ×min(step0.5, step × warmup−1.5) (2-13)

调整学习率。 1O

2.3.4 上下文相关词向量的性能评价
本章参考文献 [13][77] 以及 [16] 使用两类下游任务 — 词法-句法任务和语义

任务的性能作为上下文相关词向量的性能评价。本章按照公式1-6使用各隐层的加

权平均作为每个词的上下文相关词向量。对于是否精调（fine-tuning）上下文相关

词向量，文献 [13]提出根据开发集性能决定；文献 [16]则完全使用精调。本章的

目标与文献 [77]最为相似，即通过上下文相关词向量的在具体任务中的迁移性能

衡量其表达能力，因而，在所有实验中，本章将本章提出的以及对比的上下文词向

量用作固定的词向量，只调整公式1-6中的 γ与 sk。

1O 这种学习率的调整方法亦名 “noam’’算法，dmodel = 512。
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2.4 词法-句法任务评价

2.4.1 设置
数据集与评价指标 本章在一系列词法-句法相关的序列标注任务 [84] 上进行了测

试。这些任务包含：组块分析（CoNLL00，文献 [105]）、命名实体识别（CoNLL03，

文献 [64]）、资源稀缺词性标注（PTB500，文献 [65]）、实体识别（ACE05）以及多风

格词性标注（en_ewt，文献 [106]）。本章词法-句法任务评测数据的规模如表2-2所

示。

本章关注的组块分析（CoNLL00）、命名实体识别（CoNLL03、ACE05）可以

归纳为片段识别问题。本章片段识别问题转化为 BIO序列标注任务。对于词性标

注问题，本章使用标注准确率评价模型性能。对于片段识别问题，本章使用去掉

无关片段 1O的片段 F1值评价模型性能。

本章也对解码速度进行了比较。本章根据文献 [77]评估上下文表示（§2.3.2）

的速度，并忽略了词表示（§2.3.1）的时间开销。本章在两种 GPU架构— NVIDIA

P100和 NVIDA Titan XP上评价了解码速度。解码速度采用模型相对 ELMo的吞

吐比率作为模型速度的评价。 2O最终速度结果是两种 GPU架构吞吐率的平均值。

序列标注模型 本章使用可调的词向量与映射后的固定的词向量拼接构成词表示。

其中，可调的词向量的维度为 100，映射后的固定词向量的维度也为 100。在获

得词表示后，本章参考文献 [84]将其输入包含 128维隐含神经元的两层堆叠双向

LSTM [23]继续编码上下文，并将得到的任务相关的上下文表示输入 CRF层从而捕

捉标签序列的结构信息。

本章参考文献 [84] 并使用比率为 0.33 的 recurrent dropout 机制 [107] 训练本章

的序列标注模型。Adam算法也被用于学习序列标注模型参数。根据文献 [84]，神

经网络模型的学习过程是非确定性的，且对初始化非常敏感。为了控制初始化对

模型的影响，本章采用 5个不同的随机种子进行实验并报告 5次实验的结果的平

均值和标准差。

2.4.2 基线系统
本章将本章提出的词向量与不同的词向量进行对比，对比的词向量包括：

• GloVe [3]：本章使用在 8千 400亿生语料上训练的 300维 GloVe词向量作为

本章的基线词表示。 3O

1O 通常被标注为 O。
2O 在这种设置下，ELMo的速度为常为 1。
3O http://nlp.stanford.edu/data/glove.840B.300d.zip
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表 2-2 数据集规模信息
Table 2-2 The statistics of corpus

数据集 标签数 训练集 开发集 测试集 平均句子长度 小于 50词的比例

CoNLL00 15 8,936 1,844 2,012 23.72 98.15%
CoNLL03 9 14,041 3,250 3,453 14.53 99.54%
PTB500 41 500 5,527 5,462 23.78 98.36%
en_ewt 17 12,543 2,002 2,077 15.33 98.54%
ACE05 15 10,052 2,421 2,050 14.52 98.86%

• Word2vec [2]：本章在 enwiki100m以及 1B word benchmark语料上分别训练

Word2vec模型，并将其作为基线系统进行比较。为了与本章的 1,024维上下文相

关词向量进行公平比较，本章的Word2vec的维度设置为 1,024。

• ELMo [13]：随着句子长度的增加，LSTM的显存开销会显著增长。分步回传

机制（back-propagation through time，BPTT，文献 [108]）通常被用来克服这一问

题。分步回传机制将句子按照时序划分为若干块（chunk），并在训练时将前一块

的隐层状态与记忆状态输入下一块，而梯度只在块内进行传播。这一技术的关键

是记录 LSTM的状态（stateful），文献 [13]的实现中应用了这一技术。然而，使用

局部上下文表示的模型通常不记录状态（unstateful）。为了公平比较，本章在重新

训练的 ELMo中取消了记录状态的实现方式。

• Transformer [77]：本章提出的模型使用局部自注意力机制。为了与全局自注

意力机制进行对比，本章将双向 Transformer 也作为本章基线系统。本章的双向

Transformer包含 3层，同时参考文献 [16]利用（绝对）位置向量作为输入。

• Bengio03 [53]：为了与一系列局部上下文表示模型进行比较，本章也使用文

献 [53]提出的基于拼接词向量的表示方法作为基线系统。

• LBL [55]：本章比较的另一个局部上下文表示模型是文献 [55]提出的使用词

向量按照相对位置加权平均的方法。

• GCNN [77]：本章也将本章系统与目前性能最好的局部上下文表示模型 —

GCNN语言模型进行对比。本章 GCNN包含各 512个宽度为 {1, 2, 4, 8}的卷积核。

本章的 ELMo、Transformer、Bengio03、LBL、GCNN基线模型，以及本章模

型（标识为 SelfAttnLBL）都使用基于字 CNN的词表示（§2.3.1.1）作为上下文无

关的词表示输入。

2.4.3 结果
实验结果如表2-3所示。表2-3的第一组显示的是使用开源的上下文无关/相关

词向量的序列标注模型的结果。第二组显示的是使用在 enwiki100m上训练的上下

文无关/相关词向量的模型的结果。第三组显示的是在 1B word benchmark 上训练
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表 2-3 句法任务实验结果。ave.显示的是各任务性能的宏平均，SPD显示的是速度。
Table 2-3 The results on syntactic problems. The ave. column shows the macro-averaged performance.

The SPD column shows the speed evaluation.

模型 CoNLL00 CoNLL03 PTB500 en_ewt ACE05 ave. SPD.

GloVe
840B.300d 94.71 (±0.08) 89.86 (±0.14) 94.21 (±0.03) 95.99 (±0.10) 83.19 (±0.34) 91.59 -

official ELMo
small 96.18 (±0.03) 90.25 (±0.31) 95.57 (±0.19) 96.27 (±0.09) 84.80 (±0.42) 92.62 1.51x
medium 96.34 (±0.12) 90.68 (±0.19) 95.70 (±0.09) 96.47 (±0.05) 84.88 (±0.27) 92.81 1.47x
large 96.36 (±0.08) 91.30 (±0.14) 95.68 (±0.22) 96.59 (±0.08) 85.59 (±0.21) 93.11 1.26x

enwiki100m
Word2Vec 94.53 (±0.11) 87.36 (±0.34) 94.01 (±0.07) 95.64 (±0.08) 82.29 (±0.40) 90.77 -
ELMo 96.10 (±0.07) 90.21 (±0.24) 95.60 (±0.17) 96.75 (±0.09) 84.13 (±0.51) 92.56 1.00x
LBL 95.18 (±0.09) 89.35 (±0.38) 95.28 (±0.13) 96.24 (±0.03) 83.23 (±0.28) 91.86 3.59x
Bengio03 95.39 (±0.09) 89.19 (±0.20) 95.51 (±0.11) 96.51 (±0.07) 83.67 (±0.49) 92.05 3.25x
Transformer 95.61 (±0.09) 89.39 (±0.23) 95.41 (±0.31) 96.35 (±0.11) 83.32 (±0.26) 92.01 3.96x
Gated CNN 95.30 (±0.17) 89.35 (±0.17) 95.41 (±0.24) 96.38 (±0.08) 83.40 (±0.28) 91.97 3.72x
SelfAttnLBL 95.85 (±0.03) 90.11 (±0.23) 95.79 (±0.14) 96.60 (±0.07) 84.24 (±0.26) 92.52 3.15x

1B word benchmark
Word2Vec 94.71 (±0.12) 88.71 (±0.41) 94.44 (±0.06) 95.71 (±0.09) 82.51 (±0.32) 91.22 -
ELMo 96.40 (±0.05) 90.83 (±0.25) 95.59 (±0.16) 96.53 (±0.06) 84.84 (±0.20) 92.84 1.00x
SelfAttnLBL 96.12 (±0.09) 90.62 (±0.24) 95.96 (±0.12) 96.54 (±0.09) 84.76 (±0.28) 92.80 3.14x

Previous SOTA
文献 [109] 文献 [13] - 文献 [110] 文献 [111]

96.72 92.22 (±0.10) - 95.82 83.6

词向量对应的结果。 1O 最后一组显示的是几个数据集上对应的当前最优模型的结

果。根据第二组和第三组中Word2vec与其他上下文相关词向量的对比，使用上下

文相关词向量做输入的序列标注模型的性能显著好于使用上下文无关词向量的模

型。这一观察证明了上下文相关词向量的有效性。由于这些上下文相关词向量都

是基于语言模型的构建的，这一结果也间接地验证了文献 [77]关于语言模型对于

学习上下文相关词向量效果的假设。

对于 enwiki100m上的实验（表2-3第二组），本章提出的上下文相关词向量给

模型带来了所有基线模型中第二大的提升。相较提升最大的 ELMo，本章提出的词

向量只落后 0.04分的平均分。对于在 1B word benchmark上（表2-3第三组），本章

提出的词向量显示出于 enwiki100m相同的趋势。与 ELMo的差距也是 0.04。根据

最后一列的速度对比，在不损失准确性的前提下，本章提出的词向量带来了 3 倍

的速度提升。

1O 由于在 1B word benchmark上训练上下文相关词向量需要过长的时间，本章根据表2-3中第二组的结果只
在 1B word benchmark上比较了本章提出的 SelfAttnLBL与 ELMo的性能，而忽略了其他基线系统。
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通过与其他基于局部上下文表示的词向量（Bengio03、LBL以及 GCNN），本

章提出的方法性能更好，而且速度相当。在与 Transformer的对比中，本章提出的

词表示平均高出 0.5。本章将在后文分析相对 Transformer性能提升的主要原因。

在 1B word benchmark数据集上训练的词向量可以与官方 ELMo [13] 进行合理

对比。相比官方 ELMo，本章重现的 ELMo在评价性能上有 0.3个点的差距。本章

认为这一差距一方面来源于是否使用分步回传机制，另一方面在于训练算法的不

同。 1O相较使用性能相近的中等 ELMo模型（表2-3中 medium行），本章的提出的

算法运行速度更快。

同时，本章也在表2-3中前人最优的结果进行了对比。本章提出的词向量在

en_ewt、ACE05以及 CoNLL00上分别取得了与超越或基本持平前人最优结果的性

能。这一比较反映了本章提出方法的有效性。本章提出的词向量在 CoNLL03上相

较当前最优模型差距较大。本章认为这一差距是由不同的序列标注方法导致的。

2.4.4 分析
2.4.4.1 超参分析

如表2-3所示，本章提出的词向量取得了与 ELMo相近的性能。本章同时关注

模型中哪些部分对词向量表示能力起关键作用。如前文所述，本章提出的模型主

要包含两种参数：1）窗口大小；2）层数。在这一章中，本章将研究这些超参对于

词向量性能的影响。分析这些参数的影响可以从侧面反映出建模局部上下文时的

重要因素。

窗口大小的影响 本章首先研究了窗口大小的影响。本章在两层和三层 SelfAt-

tnLBL模型上分别测试了包括 2、4、8、16、32在内的 5种窗口大小。根据表2-2，

本章关注的大部分词法-句法任务的句子长度都小于 50，其中 3层 16宽、2层 32宽

以及 3层 32宽都可以对大部分完整句子进行建模。开发集上的实验结果如图2-3左

图所示。根据图2-3，在两层和三层模型中增大窗口大小到 16时可以获得显著的性

能提升，继续增大到 32时产生性能的下降。这一结果显示对于局部表示模型来讲，

并非窗口越大越好。过大的窗口迫使自注意力网络判断更多的上下文的重要程度，

从而增加模型的学习难度。

由于不同的模型层数与不同窗口大小的组合会导致不同的 ‘‘感受域’’大小。 2O

本章同时以 ‘‘感受域’’ 大小为指标重新绘制了窗口上述实验。其结果显示于图2-

3右图中。根据图2-3右图，感受域大小在 24到 48之间开发集性能较好，但三层模

1O 官方 ELMo使用 AdaGrad算法进行训练。
2O 即在窗口模型中实际可以关注到的输入大小。举例来讲，窗口为 4的三层模型的感受域大小为 12。
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图 2-3 左图显示两种模型中窗口大小对于模型性能的影响。右图以 ‘‘感受域’’ 大小为横轴重
新绘制了左图结果。

Fig. 2-3 The effect window size. The x-axis in the right figure is the size of inception field taking
multi-layer mechanism into consideration.

型的整体性能较好，这说明相对感受域，模型性能的作用受到模型复杂程度的影

响更大。文献 [77]强调了多层模型在建模上下文相关词向量时的抽象能力。文本

将上述实验观察归因于多层模型的更强的抽象能力。

同时，这一实验结果表明窗口大小为 16的设置具备较好的开发集性能。本章

以此为基础进行后续分析实验。

层数的影响 接下来，本章对层数的影响进行了研究。根据前文，本章设定窗口

大小为 16，并研究了 1、2、3、4层模型的性能。其中实验结果如图2-4所示。根

据这一结果，层数为 1 的词向量性能显著低于其他层数。同时，随着层数增加为

4，本章观察到轻微的开发集性能下降。出于简化模型的角度考虑，本章设定模型

层数为 3。

2.4.4.2 消融实验

局部模型于相对位置权重的影响 根据表2-3，本章提出的词向量相对 Transformer

获得了平均分 0.5的性能提升。由于本章模型与 Transformer的主要差别在于：1）

局部自注意力机制；2）建模相对位置。为了研究模型性能提升的关键，本章在这

一节进行了消融实验。实验的系统除了 LBL、Transformer和 SelfAttnLBL，还包括：

• 只包含局部注意力机制的模型：SelfAttn；

• 包含局部注意力机制与绝对位置向量的模型：SelfAttn+position embeddings。

这一结果显示在表2-4中。由于 Transformer 与 SelfAttn+position embeddings 的差

别在于建模信息的局部/全局性，通过对比表2-4中对应的行，本章认为在上下文相

关词向量中建模局部信息的可以取得与全局信息相近甚至更好的效果。由于 Self-

Attn+LBL与 SelfAttn+position embeddings的主要区别在于对使用绝对位置向量/相
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图 2-4 模型层数对于性能的影响
Fig. 2-4 The effect of number of layers

表 2-4 消融实验结果
Table 2-4 The ablation results

注意力 位置 模型 开发集 测试集

全局注意力 绝对位置 Transformer 92.77 92.01
- 相对位置 LBL 92.57 91.86

局部注意力 - SelfAttn 92.63 92.01
局部注意力 绝对位置 +position embeddings 92.78 92.16
局部注意力 相对位置 +LBL 93.17 92.52

对位置权重，通过对比表2-4中对应的行，本章提出的融合相对位置权重的局部自

注意力模型取得了明显的性能提升。这表明使用相对位置权重的重要性。

综合上述消融实验结果，本章提出的 SelfAttnLBL带来的性能提升不是局部自

注意力与相对位置权重性能的简单累加，二者通过相互作用达到更好的效果。

输入表示的影响 如第2.3.1.2节所述，本章尝试通过加速词表示获得训练速度的提

升。在这一节中，本章将字级别 CNN的词表示替换为本章第2.3.1.2提出的基于词

片段加和进行词表示的模型。其实验结果如表2-5所示。这一结果显示字级别 CNN

相较词片段表示加和的方式在表示能力上仍有优势。本章将这一观察归因为词片

段依赖语言学家定义的形态学规则，不能建模相交词片段，同时片段向量加和的

表示能力不足。

2.4.4.3 未标注数据规模的影响

本章分析了未标注数据规模对模型性能的影响。本章选取了 1、2、5、10、80

万为不同的数据规模。其中，1、2、5、10万数据是从 enwiki100m中采样获得。80

万数据从 1B word benchmark中获得。实验结果如图2-5所示。图中包括三种模型：
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表 2-5 不同词表示模型的效果。
Table 2-5 The effect of different word representations.

模型 开发集 测试集

SelfAttnLBL + CNN 93.17 92.52
SelfAttnLBL + wordpiece sum 92.87 92.00
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图 2-5 未标注数据规模对于模型性能影响
Fig. 2-5 The effect of unlabeled data size

ELMo，两层 SelfAttnLBL以及三层 SelfAttnLBL。图2-5的结果显示随着未标注数

据量的增加，上下文相关词向量的表示能力逐步提高。这一观察符合预期，即使

用更多的训练数据能够提高学得的上下文相关词向量的性能。

2.4.4.4 语言模型性能与表示能力的关系

最后，本章分析了语言模型性能与上下文相关词向量表示能力的关系。本章

以模型训练最后一轮训练集的困惑度（perplexity）作为语言模型性能的评价。该

结果显示于图2-6中。根据图2-6左图，困惑度与模型性能呈现出相关性，即困惑度

越小模型性能越好，但两者相关性并不显著。1O可见，通过网络结构提高语言模型

拟合训练数据的能力并不能保证提高对应上下文相关词向量的表示能力。但根据

图2-6右图，对于相同的语言模型，降低训练的困惑度能够带来性能的提升。 2O

2.5 语义任务评价

本章参考文献 [77] 并在两个语义任务 — 语义角色标注 [75] 和共指消解 [76] 上

验证本章提出的上下文相关词向量的有效性。下文将对这两个任务及模型进行介

绍。

1O 两者的皮尔逊相关系数为-0.7211，p-value>0.1。
2O 两条曲线的皮尔逊相关系数为：-0.7801和-0.9633。p-value均小于 0.01。
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图 2-6 模型的训练困惑度与下游任务性能之间的关系。左图显示不同语言模型的结果，右图
显示两种语言模型不同迭代轮次的结果。

Fig. 2-6 The relation between training perplexity and model’s performance. The left figure shows
the perplexities of different models and the right figure shows the perplexities of one certain model at

different iteration.

表 2-6 语义任务结果
Table 2-6 The results of semantic evaluation

模型 语义角色标注 共指消解

GloVe 79.00 (±0.11) 61.60 (±0.06)

ELMo 82.81 (±0.12) 65.67 (±0.27)

SelfAttnLBL 82.03 (±0.15) 65.09 (±0.18)

2.5.1 模型
语义角色标注 语义角色标注系统要从句子中找出谓词-论元结构。谓词-论元结构

可以理解为回答句子中的 “谁对谁做了什么，怎么做的’’的问题。本章在OntoNotes

数据集 [75] 上进行了实验，使用的语义角色标注模型为 He 等人在 2017 年的文

献 [112] 提出的基于 8 层 BiLSTM 序列标注的语义角色标注模型。本章基于 Al-

lenNLP [113] 实现了文献 [112]中的模型。本章使用片段 F1值作为语义角色标注的

评价指标。与句法评测类似，本章使用 5 个不同随机种子做初始化，并报告结果

的均值与方差。

共指消解 共指消解是将文中提及的实体聚类到现实世界实体的任务。本章在

CoNLL-2012 数据集 [76] 上进行验证。本章采用 Lee 等人在 2017 年文献 [114] 中

提出的使用 BiLSTM与注意力机制的端到端共指消解模型。与语义角色标注类似，

本章基于 AllenNLP实现文献 [114]的模型并相应地汇报了 5个不同随机种子做初

始化的实验结果的均值方差。
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2.5.2 结果
本章对比了使用 GloVe做静态词向量以及使用 ELMo的模型。表2-6显示了本

章语义评价的结果。根据表2-6，相对 GloVe的结果，使用上下文相关词向量能够

给两个语义任务带来显著的性能提升。对比 ELMo结果，本章模型在语义角色标

注上有 0.78的差距，在共指消解上有 0.58的差距。可见在语义任务上使用建模全

局信息的模型仍有其意义。但本章提出的模型主要针对需要建模局部信息的句法

问题，并且相对 ELMo有三倍的速度优势，可以认为其仍有较大的意义。

2.6 本章小结

本章针对上下文相关词向量的效率问题，根据语言分析主要依赖词窗口的特

性，提出一种融合相对位置权重的局部自注意力机制建模上下文相关词向量。并

在五项句法任务和两项语义任务上验证本章上下文相关词向量的有效性。实验结

果表明，所提出的词向量能够在不损失语言分析精度的条件下三倍提升模型的解

码速度。
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第 3章 基于上下文相关词向量的词法分析

3.1 引言

切分问题是识别输入序列的子序列并给其分配标签的问题。包括命名实体识

别 [115]、意见提取 [116] 和中文分词 [117] 在内的诸多多自然语言处理任务可以建模为

切分问题。合理地表示切分中的片段对于切分的性能至关重要。切分问题可以通

过给每个输入单元（例如单词或字符）标注一个代表边界的标签转换为序列标注

问题。条件随机场 [91]等一类序列标注模型都可以用来建模这类问题。相较序列标

注模型，直接建模片段的模型能够有效利用片段信息，不受标签的级联错误的影

响。半-马尔科夫条件随机场（Semi-Markov CRF，简称 semi-CRF，文献 [118]）是

一种能直接建模片段的模型。semi-CRF模型显示地建模了输入序列片段（半-马尔

科夫链 1O）的条件概率。这使得 semi-CRF能自然地建模切分问题。

然而，为了取得较好的切分性能，传统的 semi-CRF模型很大程度地依赖专家

定义的表示片段的特征。近年来，神经网络模型在自然语言处理中取得了很大的

成功。神经网络建模自然语言结构的组合特性以及从大规模未标注数据中学习表

示的能力是这些成功的关键。在 semi-CRF中使用神经网络表示片段是一个有趣的

研究方向。一方面，诸如 LSTM [17] 等网络结构可以通过组合输入向量的方式建模

片段的；另一方面，诸如Word2vec [2]一类的词向量算法可以从大规模未标注数据

中学习片段的整体表示。

在使用神经网络表示片段这方面，前人工作 [119,120] 主要探索了使用不同网络

将输入向量组合为片段表示，并未对影响模型性能的关键部分进行探索，也没有关

注如何将片段整体进行表示并用作计算。本章将神经网络模型与 semi-CRF进行结

合，并且系统地研究了 semi-CRF中使用神经网络表示片段的问题。本章研究了对

于输入进行上下文表示的作用，同时本章研究了多种组合方式以及如何从生文本

中学习一个片段整体的表示。本章在一组典型切分问题—组块识别（chunking）、

命名实体识别（NER）与中文分词（CWS）上进行了实验。结果表明，建模上下文

对于模型的最终性能有显著影响。本章提出的输入拼接可以获得与 SRNN相似的

性能，并三倍地提升解码速度。这一系列使用 semi-CRF的模型都好于序列标注和

CRF模型，可见建模片段的有效性。

在此基础上，本章提出使用上下文相关词向量分别代替输入向量以及进行上

1O 半-马尔科夫链的状态代表输入序列的一个片段形成一个整体单元
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下文表示后的向量以讨论上下文相关词向量能否通过直接的简单组合进行片段表

示。结果表明，上下文相关词向量可以通过简单组合取得相较对静态词向量进行上

下文表示模型更好的性能，然而在上下文相关词向量的基础上进一步进行任务相

关的上下文表示可以带来更大的提升。同时，本章使用上下文相关词向量的 semi-

CRF相对序列标注模型取得 13.15%的相对错误率降低，进一步证明了建模片段的

有效性。

本章的主要贡献包括：

• 本章全面地研究了在 semi-CRF 中使用神经网络表示片段的问题。本章研

究了多种通过输入单元表示片段的方法以及将片段整体进行表示的方法（§3.4.1）。

这种方法给模型带来稳定的性能提升（§3.4.2）。

• 本章对 semi-CRF 进行了充分的实验（§3.6）。这些实验研究了上下文表示

以及片段表示对于模型性能的影响。本章提出的模型相对当前最优的序列标注模

型取得了显著的性能提升。

• 本章以 semi-CRF 为工具研究了使用上下文相关词向量组合表示片段能力

（§3.5），并经验性地验证上下文词向量的组合能力以及在其基础上加入任务相关上

下文表示的有效性。

本章代码开源于：https://github.com/Oneplus/semiCRF.

3.2 问题定义
图3-1展示了一个命名实体识别与一个中文分词的例子。对于命名实体识别的

例子，词的切分序列（“Michael Jordan”: PER, “is”: NONE, “a”: NONE, “professor”:

NONE, “at”: NONE, “Berkeley”: ORG）代表 “Michaels Jordan’’这个片段是一个人

名，“Berkeley’’这个片段是组织名。在命名实体识别的例子中，字的切分序列（‘‘浦

东”, ‘‘开发”, ‘‘与”, ‘‘建设’’）代表识别出的词。这些列子中，切分任务接受一个输

入序列，并将其切分为若干不相交的子序列。

切分问题可以形式化地定义为，给定长度为 n的输入序列 x = (x1, . . . , xn)。定义
xa:b代表 x的子片段 (xa, . . . , xb)。x的片段可以定义为一个三元组 (u, v, y)。这个三元
组代表子序列 xu:v 被标注为 y标签。输入 x的切分是 x的片段序列 s = (s1, . . . , sp)。
其中，连续两个片段相邻接，即当 sj = (u j, vj, yj)时，u j+1 = vj + 1。对于给定输入

句子 x，切分问题可以定义为找到 x最可能的片段序列 s的问题。

3.3 基于半-马尔科夫条件随机场的词法分析

半-马尔科夫条件随机场模型（Semi-Markov CRF，简称 semi-CRF，如图3-2所
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Michael Jordan is a professor at Berkeley

Michael Jordan is a professor at Berkeley
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Pudong development and construction

图 3-1 命名实体识别（上图）与中文分词模型（下图）的例子。
Fig. 3-1 Examples for named entity recognition (above) and Chinese word segmentation (below).
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segment string
embedding

segment string
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SRNN SCNN grConv

SMinusSAve.SConcat.

图 3-2 本章提出的融合输入组合函数与片段表示的 semi-CRF模型。同时，改图显示了本章研
究的输入组合函数— SRNN、grRecNN、SAve、SCNN、SConcat以及 SMinus。

Fig. 3-2 An illustration for the framework of our neural semi-CRF model, along with the composition
functions: SRNN, grRecNN, and our SAve (Eq. 3-5), SCNN (Eq. 3-6), SConcat (Eq 3-7) and SMinus

(Eq. 3-8).

示，文献 [118])是对于给定 x产生 s的条件概率的一种建模

p(s | x) = softmax
s′∈S

(W · G(x, s))。 (3-1)

其中，S是所有可能的片段序列，G(x, s)是特征函数。G(x, s)将输入 x与片段序列

s转化为或稀疏或稠密的向量表示。W 是对应的权重向量。通过W · G(x, s)，输入
x与片段序列 s共同出现的可能性得到计算。

如果限制特征函数只关注每个片段自身，而不考虑片段和片段之间的高阶关

系，G(x, s)可以被分解为一系列定义在单个片段上的特征函数 g(x, sj)的加和，即
G(x, s) = ∑p

j=1 g(x, sj)。这一分解使得最优解序列以及边缘概率等解码问题可以通
过动态规划进行计算。对于 0-阶 semi-CRF，为了计算其最优序列，可以定义动态

规划状态 αj 为以第 j 个词结尾的最优的解码序列。同时 αj 可以采用如下公式递

推计算
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αj = max
l=1...L,y

Ψ( j − l, j, y) + αj−l−1。 (3-2)

其中 L 是一个人工定义的片段的最大长度。Ψ( j − l, j, y)是代表形成片段 s = ( j −
l, j, y)的分数。 1O Ψ( j − l, j, y)可以通过 Ψ( j − l, j, y) = W · g(x, s)计算。
前人工作 [115–118] 在使用 semi-CRF模型时往往将 g(x, s)建模为一个稀疏的 0-1

向量。其中每一个为代表 x, s是否符合某些预定义的特征。一般来讲，这类特征包

括两类：1）输入单元级特征，例如 ‘‘在 i位置的词的词形’’；2）片段级特征，例

如 ‘‘片段的长度’’。

Kong等人在文献 [119]中提出使用RNN将输入单元的向量组合成片段表示的

片段循环神经网络模型（SRNN，模型结构参考图3-2）。文献 [119]首次将 semi-CRF

与神经网络进行了结合。SRNN 模型使用双向 LSTM 建模 g(x, s)。SRNN 首先用

一个双向 LSTM对于输入序列 x的上下文进行建模，并将 BiLSTM的每个位置的

隐层输出作为对应词的表示 h。对于一个片段 sj = (u j, vj, yj)，其输入单元子序列
(xu j
, . . . , xvj ) 的隐层表示 (hu j

, . . . ,hvj ) 接下来输入另一个双向 LSTM，并取出前向

LSTM的最后一个隐层输出和后向 LSTM的第一个输出拼接通过非线性激活函数

ReLU 最终获得 g(x, s)。Kong 等人 [119] 率先研究了 semi-CRF 与神经网络的结合。

双向 LSTM可以看做是一种 ‘‘神经网络化’’的输入单元级特征。Zhuo等人在 2016

年的文献 [120]提出另一种网络结构—带门控的递归网络（gated recursive neural

network，简称 grRecNN，参考图3-2）。这种网络递归地将输入归纳为表示。

Kong等人的工作以及 Zhuo等人的工作都显示合理的片段表示能够提高分割

任务的性能。然而，他们的工作仅对使用 RNN建模片段进行了探索，忽略了其他

潜在的网络结构。除此之外，前人研究证明片段级的特征在 semi-CRF中非常有效，

他们的工作也没有对这类特征进行探索。

3.4 半-马尔科夫条件随机场中的片段表示

对于 semi-CRF 来讲，片段表示是影响性能的关键。本章从两个角度研究了

semi-CRF中的片段表示的问题。这两个角度包括：1）将片段内的输入单元组合为

片段表示；2）将片段作为整体通过片段向量的转化为片段表示。

对于采用组合输入单元的片段表示模型，其主要包括三个组成部分：1）输入

表示模块（§3.4.1.1）：这一模块将输入 x = (x1, . . . , xn)转换为对应的上下文无关的
表示 (v1, . . . ,vn)；2）上下文表示模块（§3.4.1.2）：这一模块将上下文无关表示转化

为上下文相关表示 (h1, . . . ,hn)；3）片段表示模块（§3.4.1.3）：这一模块将一个片

1O 即动态规划语境下的转移分数

- 40 -



第 3章 基于上下文相关词向量的词法分析

段 s = (u, v, y)内的上下文相关表示 (hu, . . . ,hv)转化为片段表示。本章尝试了不同
的输入、上下文以及片段表示方式。

对于采用片段向量进行片段表示的算法，本章将一个片段 (u, v, y) 在句子中
的子串 x[u:v] 通过查表的方法获得其向量表示。这一方法借鉴了前人词向量的工

作 [2,3]。本章主要研究了如何构造片段以及如何从生语料中学习其向量。本章在

第3.4.2节中研究了不同的构造片段的方法。

3.4.1 通过输入单元组合网络表示片段
3.4.1.1 输入表示

词向量是自然语言处理的基础。本章将词向量形式化地定义为 ϕ。ϕ存储了从

词到其向量表示的映射关系。

3.4.1.2 上下文表示

文献 [119]与文献 [120]的一个主要的区别在于上下文表示方法的不同。文献

[119]采用双向 LSTM编码上下文而文献 [120]只使用输入表示直接作为上下文表

示。在基于神经网络的 semi-CRF中，两种方法孰优孰劣并没有明确的结论。本章

分别尝试了两种上下文表示的方法，即使用 LSTM的方法

(h1, . . . ,hn) = BiLSTM(v1, . . . ,vn)。 (3-3)

以及直接使用输入表示作为上下文表示的方法

(h1, . . . ,hn) = (v1, . . . ,vn)。 (3-4)

3.4.1.3 基于组合的片段表示

在获得上下文表示 e后，本章使用一个神经网络将片段 (u, v, y)的表示子序列
(eu, . . . , ev)转换为一个固定长度的片段表示。由于片段具有变长的特性，这种网络
需要具备将任意长度输入序列转换为向量的能力。文献 [119]使用 RNN处理输入

变长的输入数据；文献 [120] 则使用递归神经网络完成类似的工呢（参考图3-2）。

在接下来的章节中，本章提出四种能够处理变长输入的神经网络模型。

片段池化网络（Segmental Average，SAve） 基于神经网络的词袋模型（Neural

Bag-of-Word，简称 NBOW，文献 [121]）通过将一个变长序列的表示进行加和从而

获得这个序列的向量表示。Cai与 Zhao在 2016年的文献 [85]中将 NBOW应用于

中文分词中的词表示并观察到性能的提升。本章也尝试了类似的思路。具体来讲，

本章使用平均池化网络表示了片段 s(comp)，即
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s(comp) =
1

v − u + 1

v∑
i=u

hi。 (3-5)

本章使用平均池化机制的以期能够缓解由于输入数量不同导致的数值范围不同的

问题。

片段卷积网络（Segmental Convolutional Neural Network，SCNN） SAve中的池

化机制会忽略片段内部输入和输入之间的顺序关系。但这种位置关系在识别片段

时往往是非常重要的。卷积神经网络（convolutional neural network，CNN，文献

[43]）能够编码片段内输入的 n-gram信息，所以可以从一定程度上缓解这一问题。

本章使用时序CNN建模片段。时序CNN在输入单元方向上滑动若干卷积函数，并

使用池化函数对卷积函数收集到的表示进行运算。这种方法可以形式化地定义为：

s(comp) = Conv(hu, . . . ,hv)。 (3-6)

在实践中，在片段内使用卷积函数是非常耗时的。本章采用一种折中方案，即在

整个句子表示上滑动卷积函数，但在片段内部进行池化，从而加速了片段表示。

片段拼接网络（Segmental Concatenation，SConcat） 为了能够完整地保留片段

内输入的顺序信息，本章提出使用拼接网络进行片段表示。为了使拼接网络能够

建模变长输入，本章利用 semi-CRF 在解码过程中需要设定最大片段长度 L 的特

性，使用补零（padding）机制将变长输入转换为定长表示。这一过程可以形式化

地定义为：

s(comp) = W (sconcat)(hu ⊕ · · · ⊕ hv ⊕ 0 ⊕ · · · ⊕ 0︸       ︷︷       ︸
L−(v−u+1) zeros

)， (3-7)

其中 ⊕ 代表向量拼接。W (sconcat) ∈ R(L×|e |)× |e | 将拼接后的向量映射到低维。拼接网
络可以完整地保留输入顺序信息，同时，由于不需要进行矩阵乘法，拼接能够加速

这个表示过程。

拼接可以认为是在 CNN 中使用宽度为 L 的卷积函数。因而从保留输入顺序

信息的角度，拼接网络与池化网络处于光谱的两段。

片段差值网络（Segmental Minus，SMinus） 对片段头尾表示做差的方法在前人

句法分析的部分工作 [122,123] 中被证明能够作为上下文的一种表示。这种做法在与

双向 LSTM上下文表示配合使用时效果更加明显。Zhou等人在 2017年的文献 [86]

中也验证了这一方法在中文分词上的有效性。本章参考前人工作，并使用头尾差
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值作为片段表示，即

s(comp) = (h
u,1... |h|2 −1 − h

v,1.. |h|2 −1) ⊕ (hv,
|h|
2 ... |h | − h

u,
|h|
2 ... |h |)。 (3-8)

公式3-8中将 hi 分成两部分的做法使得差值网络能够捕捉前后两个方向的上下文

表示。

3.4.2 通过片段向量表示片段
对于分割问题，片段作为一个整体时往往比其中的 n-gram具有更强的表达能

力，并且歧义更少。在前人关于 semi-CRF的工作中，片段级的特征往往能带来性能

的提升。第 3.4.1节中的片段表示只建模了输入单元（或者说输入单元的 n-gram）。

因而，加入片段级的表示（即片段向量）有望进一步提升性能。

本章将片段向量视作一种与词向量类似的模块。模型将整个片段作为键值输

入查找表，获得对应的片段向量。本章将片段 s = (u, v, y)的片段向量形式化地定
义为：

s(emb) = ϕ(seg)(x[u:v])。 (3-9)

其中 ϕ(seg)是片段向量表。

在获得片段向量后，本章尝试两种使用方法：1）使用片段向量作为唯一片段

标识；2）将其与第3.4.1节获得的基于输入单元组合的片段向量拼接在一起，形成

片段表示。片段表示的作用可以类比一系列基于词典的切分模型。这类模型的一

大特点是词典的质量影响模型的性能。由于切分的一个目标是识别片段边界，而

一个片段在片段向量表中这一事实将为识别其边界的非常强的线索。所以只从训

练数据中构建词典有非常大的过拟合的风险。

一个理想的查找表在尽可能包含正确切分的情况下，也应包含足够多的错误

的片段，从而防止过拟合训练数据。本章提出了两种查找表的构建方法。其中一

个方法是从训练数据中构建查找表。这种方法除了包含正确片段，也包含训练数

据中的高频的错误片段。1O另一种方法是从生语料中构建查找表。这种方法使用基

线模型分析大规模生语料，然后根据自动分析结果构建查找表。

第二种构建查找表的方法可以追溯到使用使用自动分析结果提到模型性能的

半监督学习算法中 [124,125]。这一方法的主要动机是使模型能够同时考虑正确的片

段以及根据模型产生的最可能出错的片段。

词向量技术是基于神经网络自然语言处理的基石。在本章提出的第二种方法

中使用词向量技术，从自动分析结果中预训练片段向量是一种潜在的有效地策略。

1O 本章的 ‘‘错误片段’’指的是边界错误的片段。
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这种预训练的片段向量即可以用作固定特征，也可以用来初始化模型。在第二种

方法中，首先将自动识别出的片段视作一个新的 ‘‘词’’，然后使用 Word2vec算法

在这一语料上预训练片段向量。在本章实现中，本章将自动识别出的片段内的词

用下划线连接，从而获得用以训练上下文相关词向量的新 ‘‘词’’。本章关注片段向

量在识别边界时的作用，因而在学习片段向量时并没有考虑对应标签。

3.4.3 实现与模型训练细节
3.4.3.1 输入表示

为了获得输入表示，本章参考文献 [7]并使用两类词向量—固定的预训练词

向量 ϕ(fix)与可调的词向量 ϕ(tune)的拼接作为输入，即：

ϕ(x) = ϕ(fix)(x) ⊕ ϕ(tune)(x)。 (3-10)

对于包含词性标签的任务—组块识别（chunking）和命名实体识别（NER），本章

也使用词性向量 ϕ(tag)(POS(x)) 作为额外的词表示并将其与公式3-10的词向量拼接

形成最终词向量。

在获得了 ϕ(x)后，本章使用公式3-3与公式3-4的方法获得上下文表示。

3.4.3.2 片段表示

给定一个片段 s = (u, v, y)，本章将其上下文表示 (eu, . . . , ev) 输入到片段组合
网络（公式3-5–3-8）中获得片段表示 s(comp)。同时，本章通过子串 x[u:v] 获得片段

向量 s(emb)。然后 s(comp)与 s(emb)或拼接或独立地用作最终片段表示。除了 s(comp)与

s(emb)，两个片段级特征 ϕ(len)与 ϕ(label)也被应用于片段表示中。其中 ϕ(len)将片段长

度转化为向量；ϕ(label)将标签 y转化为向量。最后，本章将全部表示输入包含 ReLU

激活函数的前馈神经网中获得最后的片段表示，即

s(rep) =s(comp)(eu, . . . , ev) ⊕ s(emb)(x[u:v]) ⊕ ϕ(len)(u − v) ⊕ ϕ(label)(y)

g(x, s) =ReLU(Ws(rep) + b).

本章的超参设置如表3-1所示。本章在公式3-6中使用从 1到 6共 6种宽度的卷

积函数。 1O

本章通过优化训练数据的最大似然学习模型参数，即 arg maxθ

∑
i log p(si |

xi)。在训练所有的 LSTM模型时，本章都是用了 recurrent dropout [107]本章使用默

认参数的 Adam算法 [104]训练模型参数。最佳的迭代轮次有开发集性能决定。

1O 对应的数量为 32, 32, 32, 16, 8, 8
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表 3-1 本章超参设置
Table 3-1 The hyper-parameter settings

英文固定输入的维度 ϕ(fix) 300
中文固定输入的维度 ϕ(fix) 100
可调输入的维度 ϕ(tune) 32
ELMo的维度 ϕ(ELMo) 1,024
词性向量的维度 ϕ(tag) 12
标签的维度 ϕ(label) 20

长度特征的维度 ϕ(len) 4
双向 LSTM的隐层大小 128

双向 LSTM的层数 (公式3-3) 1
SRNN中双向 LSTM的层数 1

最大片段长度 10
片段向量的维度 ϕ(seg) 50

batch size 32
dropout rate 0.1

3.5 基于上下文相关词向量的半-马尔科夫条件随机场

上下文相关词向量 [12–16]也被证明能够有效地提升多种自然语言处理任务的性

能。本章尝试在半-马尔科夫条件随机场中使用基于语言模型的上下文相关词向量。

本文已在第1.2.2中探讨了基于语言模型的上下文相关词向量的建模与参数学习。

在这一章中，本章按照公式1-6 将上下文相关词向量用作 ‘‘特征’’，即固定其模

型，只调整公式1-6中的 γ与 sk。

本章从两个角度探讨上下文相关词向量在 semi-CRF中的应用。其中一种是将

其作为上下文表示的替代，即将公式3-3替换为

(h1, . . . ,hn) = ELMo (x1, . . . , xn)。 (3-11)

另一种是将其作为输入词向量的替代，即将公式3-3替换为

(h1, . . . ,hn) = BiLSTM(ELMo (x1, . . . , xn))。 (3-12)

后者可以认为是在通用上下文表示的基础上融入任务相关的上下文表示。

3.6 实验

3.6.1 任务
本章在三个典型的 NLP 切分任务 — 组块识别、命名实体识别和中文分词上

进行实验。本章表示数据的统计信息如表3-2所示。

组块识别 对于组块识别实验，本章使用CoNLL00数据集 [105]进行实验。CoNLL00

采用华尔街时报（Wall Street Journal data，简称WSJ，文献 [65]）数据后处理获得。
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表 3-2 各数据集的标注数据统计
Table 3-2 The statistics of labeled data

CoNLL00 CoNLL03 CTB6 PKU MSR

句子数量 训练集 8,936 14,987 23,416 17,149 78,232
开发集 1,844 3,466 2,077 1,905 8,692
测试集 2,012 3,684 2,796 1,944 3,985

词数量 训练集 211.7K 204.6K 1,055.5K 1,662.6K 3,633.3K
开发集 44.4K 51.6K 100.3K 163.9K 417.1K
测试集 47.4K 46.7K 134.1K 172.7K 184.4K

其中 15-18节用作训练数据，20节用作测试数据。由于原始数据缺少开发集，本

章利用官方提供的短句结构句法到组块识别的工具 chunklink.pl 1O 讲 22节转

化为组块分析的开发集。

命名实体识别 对于命名实体识别实验，本章使用 CoNLL03数据集 [64]进行实验。

该数据集被广泛用于评估 NER模型的性能。本章采用 F-score用作评估指标。相

应指标通过 CoNLL03 share task的脚本获得。 2O

中文分词 对于中文分词，本章参考前人工作并使用三个简体中文数据集。这三

个数据集包括第二次 SIGHAN 中文分词评测（the second SIGHAN bakeoff）中的

PKU和MSR数据集，以及 Chinese Treebank 6.0（CTB6）。对于 PKU和MSR数据

集，本章参考文献 [126]，并采用训练数据的最后 10％作为开发数据。对于 CTB6

数据，本章使用标准方式划分训练、开发和测试数据。在预处理中，本章将 PKU

数据中的所有双字节数字和字母转换为单字节。与命名实体识别相同，本章采用

F-score评估中文分词性能。 3O

词向量 本章使用文献 [3] 中开源的 840B GloVe 词向量作为固定的英文词向量。

本章使用文献 [58] 开源的考虑相对距离的 skip-gram 工具 4O在 Chinese Gigawords

Version 5生语料上获得中文字向量。

生语料 本章在大规模生语料上按照第3.4.2节提出的方法获得片段向量。对于英

文实验，本章使用 RCV1作为未标注数据。对于中文实验，本章使用 Chinese Gi-

gawords Version 5作为未标注数据。表3-3显示了生语料的统计信息。

1O https://github.com/esrel/DP/blob/master/bin/chunklink.pl
2O 本章使用 conlleval脚本。

3O 本章使用第二次 SIGHAN中文分词评测提供的 score脚本。

4O https://github.com/wlin12/wang2vec
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表 3-3 生语料的统计信息
Table 3-3 The statistics of unlabeled data

RCV1 Gigawords-v5

句子数量 8.18M 4.82M
词数量 131.22M 473.73M

文献 [84]指出神经网络的训练过程是非确定的，并且严重依赖于初始化。为

了控制初始化对于模型性能的影响，本章对于所有参数均进行了 5组不同随机种

子的实验，并报告了实验的均值和方差。

3.6.2 基线系统
本章将本章提出的模型与五个基线系统进行了对比，这些系统包括：

• Sparse-CRF：使用人工定义特征的 CRF模型；

• NN-Labeler：使用神经网络对输入的上下文进行建模并对每个输入独立分

类的模型；

• NN-CRF：使用神经网络对输入的上下文进行建模并对整个序列采用 CRF

建模的模型；

• SRNN：Kong等人在文献 [119]中提出的使用 RNN建模片段的基于神经网

络的 semi-CRF模型。为了公平比较，本章在采用相同的输入表示、上下文表示的

前提下重新了他们的模型。

• grRecNN：Zhuo等人在文献 [120]中提出的使用递归神经网建模片段的基于

神经网络的 semi-CRF模型。与 SRNN类似，本章也在相同的设置下重现了他们的

模型。

对于使用 CRF和分类的基线系统，本章使用 BIESO标签体系建模分割问题。
1O 对于 Sparse-CRF，本章使用文献 [127] 中的基线特征模板建模命名实体识别任

务，并使用文献 [128]提出的特征模板建模中文分词任务。NN-Labeler和 NN-CRF

都采用与本章提出的 Semi-CRF模型相同的输入单位向量，但在解码上有所不同，

并且没有显示地对片段级信息建模。

3.6.3 组合函数的对比
根据表3-4，SRNN 和 SConcat 的结果比较接近。并且性能优于 SCNN。尽管

CNN可以对任何长度的输入序列建模，但其与精确位置的不变性可能是表示段的

缺陷。实验结果证实了并且显示了正确处理输入位置的重要性。考虑到 SCNN的

性能相对较差，我们仅在以下实验中研究 SRNN和 SConcat。

1O O标签代表无标签片段。由于中文分词不涉及给片段打标签，故在实验中不采用 O标签。
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表 3-4 在使用不同组合函数情况下，组块识别、命名实体识别以及中文分词的对比实验。本
章报告了 5次实验的均值，±后的数字表示 5次实验结果的标准差。spd.代表相对 NN-Labeler

所需的解码时间的倍数。

Table 3-4 The chunking, NER, and CWS results of the baseline models and our neural semi-CRF
models with different input composition functions. The number after ± shows the standard variance.

spd. represents the inference speed and is evaluated by running time against that of NN-Labeler.

模型 CoNLL00 CoNLL03 CTB6 PKU MSR Ave. spd.

NN-Labeler 93.31 (±0.14) 88.46 (±0.18) 93.12 (±0.08) 92.87 (±0.10) 95.19 (±0.45) 92.66 1.00
NN-CRF 93.84 (±0.09) 88.83 (±0.18) 93.64 (±0.09) 93.57 (±0.04) 95.47 (±0.07) 93.15 1.66
Sparse-CRF 93.29 83.43 95.08 95.06 96.54 92.66

raw embeddings (Eq. 3-4)
SRNN 93.31 (±0.14) 83.37 (±0.29) 94.35 (±0.14) 94.26 (±0.07) 96.51 (±0.07) 92.36 14.01
grRecNN 93.07 (±0.12) 81.64 (±0.42) 94.47 (±0.07) 94.24 (±0.13) 96.10 (±0.08) 91.90 7.00
SAve 90.15 (±0.24) 81.75 (±0.50) 91.38 (±0.19) 90.61 (±0.08) 92.26 (±0.20) 89.23 2.24
SCNN 92.93 (±0.02) 86.07 (±0.85) 93.90 (±0.07) 93.49 (±0.09) 95.69 (±0.03) 92.33 12.27
SConcat 92.46 (±0.04) 82.41 (±0.77) 94.22 (±0.14) 94.12 (±0.11) 95.78 (±0.05) 91.80 1.70
SMinus 88.76 (±0.19) 81.67 (±0.32) 91.18 (±0.13) 90.64 (±0.14) 90.89 (±0.23) 88.63 1.33

BiLSTM (Eq. 3-3)
SRNN 94.25 (±0.06) 88.88 (±0.61) 94.14 (±0.06) 93.91 (±0.11) 95.98 (±0.10) 93.49 16.58
grRecNN 94.43 (±0.06) 89.07 (±0.36) 94.43 (±0.09) 94.18 (±0.09) 95.96 (±0.04) 93.66 16.78
SAve 94.11 (±0.20) 89.02 (±0.12) 93.74 (±0.13) 93.53 (±0.08) 95.39 (±0.10) 93.20 5.19
SCNN 94.16 (±0.26) 89.10 (±0.61) 94.17 (±0.06) 94.08 (±0.10) 95.74 (±0.08) 93.45 11.90
SConcat 94.31 (±0.07) 88.69 (±0.65) 94.62 (±0.05) 94.48 (±0.07) 96.11 (±0.07) 93.64 4.68
SMinus 93.87 (±0.17) 88.21 (±0.27) 93.62 (±0.09) 93.55 (±0.10) 95.05 (±0.09) 92.86 3.50

对推理速度的进一步比较表明，SConcat运行速度比 SRNN快 1.7倍，但比基

于神经网络的分类模型以及基于神经网络的 CRF模型慢，这是由于时间复杂度的

内在差异造成的。

本章首先研究了不同组合函数（第3.4.1节）在表示片段时的性能。本章研究

的内容包括，不同的上下文表示以及不同组合函数的对比。组块识别、命名实体识

别以及中文分词的实验结果如表3-4所示。表3-4的第一个组结果显示了序列标注与

CRF模型的结果。第二组显示不使用上下文表示（公式3-4）时的模型的性能。第

三组显示使用双向 LSTM进行上下文表示（公式3-3）是的模型性能。在表3-4的各

个比较中，本章提出的 SConcat在使用双向 LSTM进行上下文表示时取得了与最

优系统（grRecNN）几乎一致的性能。在比较的几个任务中，grRecNN在组块识别

中表现最好，SCNN在命名实体识别中表现最好。而得益于对 ngram特征的表示，

Sparse-CRF在分词中表现最好。 1O

通过对比本章的第三组中的 semi-CRF与 NN-CRF，本章发现，在除了 SMinus

1O 文献 [129]提出使用字的 bigram作为输入能取得更好的中文分词效果。但是出于模型的统一性，本章仍
将字作为输入。
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之外的设置中，semi-CRF模型的性能都好于 linear-chain CRF。semi-CRF与 linear-

chain CRF的最大平均分差异是 0.55。这一结果显示了在分割问题中建模片段的重

要性。

通过对比第二组和第三组结果，本章发现在 semi-CRF 中建模上下文的重要

性。在对比的任务中，建模上下文在 CoNLL00与 CoNLL03上给模型性能带来更

大的提升。1O相比之下，中文分词数据集的提升相对较小 2O这一观察表明组块识别

与命名实体识别对于上下文信息更敏感。虽然提升大小随任务不同而不同，本章

认为在 semi-CRF中建模上下文是必要的。

通过对比第三组中不同的片段组合函数，本章提出的 SConcat 的性能只弱于

grRecNN 平均分 0.02。更值得关注的是，本章关注的建模顺序的模型（SRNN、

grRecNN以及 SConcat）的效果好于不关注顺序的模型（SAve与 SMinus）。这一观

察表明通过组合输入表示片段的过程中建模顺序的重要性。

本章进一步比较了不同模型的解码速度。其中 SConcat 的速度三倍以上快于

SRNN与 grRecNN。但相对 NN-Labeler和 NN-CRF仍有差距。本章认为这一差距

是算法内在复杂度导致的。

考虑到 SConcat的准确率与性能的优势，本章在后续实验中都使用 SConcat作

为本章的输入组合函数。

3.6.4 片段向量的对比
在这一节中，本章研究使用片段向量作为唯一片段表示的问题。

根据第3.4.2节，片段表示查找表的构建对表示的性能发挥了重要作用。本章

首先研究了从训练数据中构建查找表的效果并经验性地验证了前文的讨论。本章

在 CoNLL03 与 CTB6 上进行了实验并绘制了片段负例的个数与模型性能的关系。

这一关系见图3-3。根据图3-3，模型性能随着负例的增加而增加。这一观察反映了

负例个数与最终结果的关系。然而，图3-3的结果较差，一定程度上表明从训练数

据中构建查找表的方法并不是最优方法。有效地构建查找表的方法尚需探索。

接下来，本章研究了从生语料中构建查找表。根据前文，这种方法首先使用

基线模型自动分析大规模生文本，并从分析结果中构建片段查找表。因而基线模

型在这类方法中扮演重要的作用。本章尝试使用两种基线模型—基于神经网络的

semi-CRF（记为 Baseline）以及 Sparse-CRF（记为 CRF）。与前文类似，本章在这

里也在 CoNLL03和 CTB6上进行实验。前文也谈及预训练的片段向量的问题。本

章在这处实验中也分析了预训练的片段向量对模型性能的影响。这些分析包括—

1O 对应的提升为 1.36和 3.03。
2O 对应的提升为 0.15、0.22以及-0.40。
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图 3-3 片段查找表中负例的个数与模型性能的关系。左图显示的是 CoNLL03的结果，右图显
示的是 CTB6的结果。

Fig. 3-3 The relation between number of negative segments and the model’s performances. The left
figure plots that for CoNLL03 and the right figure plots that for CTB6.

表 3-5 不同查找表构建方法的以及片段向量用法的对比。
Table 3-5 The effect of different segment embeddings, including use them as fixed one, update their

weights with and without initialization.

模型 CoNLL03 CTB6

500K update 51.37 (±0.38) 92.13 (±0.11)

Baseline预训练片段向量
固定 74.81 (±0.41) 91.86 (±0.10)

初始化并更新 73.62 (±0.51) 93.65 (±0.13)

不初始化但更新 63.54 (±1.54) 92.96 (±0.08)

CRF预训练片段向量
固定 73.38 (±0.14) 92.05 (±0.25)

初始化并更新 73.03 (±0.41) 93.68 (±0.08)

不初始化但更新 62.34 (±0.74) 93.13 (±0.15)

1）固定预训练片段向量；2）将预训练片段向量作为初始化；3）只使用片段向量查

找表。其中第三种做法可以与从训练数据中构建查找表的方法进行公平对比。这

一实验结果如表3-5所示。即使只使用片段向量查找表，本章的从生语料中构建查

找表的方法仍取得了优于从训练数据中构造查找表的性能。而使用预训练的片段

向量能进一步提升性能。这一结果显示了本章提出的从生语料中构建查找表的有

效性。

表3-5也显示了是否需要更新片段向量的对比。然而，根据表中所示结果，是

否更新片段向量与任务相关。CoNLL03上固定向量效果更好，而 CTB6更新向量

效果更好。表3-5也显示了不同基线模型的比较。结果也没有明显趋势，同时不同

的基线性能相差不多。这一结果表明本章提出的从生语料中构建查找表的方法对

于产生自动分析数据的方法并不敏感。

本章使用 t-SNE [130] 对 NER 的片段向量进行了可视化。其结果如图3-4所示。
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图 3-4 CoNLL03片段向量的可视化结果。片段的颜色代表对应的标签，“NONE’’代表错误向
量，“MULTI’’代表多标签片段。

Fig. 3-4 Visualization on the segment embeddings for CoNLL03. “NONE” denotes the incorrect
segment and “MULTI” denotes the segment that is associated with multiple labels in CoNLL03.

图3-4显示片段向量能够从一定程度上刻画片段的标签信息。这一观察部分解释了

固定片段向量或将其用作初始化能够带来提升的原因。然而，图3-4显示片段表示

并不能将错误片段（标记为 NONE的片段）与正确片段进行有效区分。本章认为

这一现象的原因是错误片段具有稀疏性，因而无法学得合理的片段向量。更重要

的是，Word2vec算法的所基于的分布式假设无法保证将错误片段与正确片段进行

合理区分。

3.6.5 片段表示组合
接下来，本章研究了将输入组合获得的表示与片段向量进行组合从而获得片

段表示的效果。本章实验结果如表3-6所示。根据表3-6，使用片段向量能够给模型

带来显著的性能提升。相对 NN-CRF基线模型，在多个任务上的平均提升为 1.46，

平均错误率降低为 24.56%。相对于只使用输入组合方式进行片段表示的模型，平

均提升与平均错误率降低分别为 0.97与 17.61%。这一比较现实了建模片段整体的

重要性。

除了性能提升，本章从表3-6也观察到片段向量带来的提升是任务相关的。片

段向量未给组块识别带来显著性能提升，但给命名实体识别和中文分词带来了多

于一个点的提升。本章将这一观察归因为组块识别中需要识别的片段的多样性更

高。这使得片段向量无法有效地在查找表中召回足够多的片段。本章将片段多样

性定义为如下算式：

Diversity =
# of unique segments

# of segments
。 (3-13)

表3-6的倒数第三行显示了不同数据集的片段多样性。根据表3-6，CoNLL00 数据
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表 3-6 使用组合输入与片段向量两种方式结合的实验结果。第一行的错误率降低是相对 NN-
CRF而言的，第二次错误率降低是相对不使用片段向量的模型而言的。

Table 3-6 The results of using both the composition function and segment embeddings. The first error
reduction is calculated between the model with segment embeddngs and NN-CRF. The second error

reduction is calculated between the model with and without segment embeddngs.

模型 CoNLL00 CoNLL03 CTB6 PKU MSR

开发集结果

NN-CRF 95.26 92.92 94.26 94.55 95.42

BiLSTM+SConcat 95.85 93.13 95.30 95.67 96.00
+固定的片段向量 (Baseline) 95.86 93.52 96.05 96.83 97.07
+固定的片段向量 (CRF) 95.86 93.52 96.12 96.98 97.46
+更新的片段向量 (Baseline) 95.74 93.77 96.22 97.03 97.45
+更新的片段向量 (CRF) 95.77 93.79 96.15 97.02 97.70

测试集结果

NN-CRF 93.84 88.83 93.64 93.96 95.47
BiLSTM+SConcat 94.31 88.69 94.62 94.48 96.11
+由开发集结果决定的片段向量

94.39 (±0.09) 89.87 (±0.41) 95.63 (±0.05) 95.67 (±0.11) 97.52 (±0.07)

Diversity 27.44 10.77 6.08 4.75 3.64
错误率降低 1 8.88% 9.27% 31.17% 28.27% 45.21%
错误率降低 2 1.30% 10.40% 18.61% 21.50% 36.22%
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图 3-5 片段多样性与相对误差降低之间的关系。
Fig. 3-5 The relation between diversity and error reduction.

集的多样性最高。本章也绘制了多样性与错误率降低的关系。其关系如图3-5所示。

两者的皮尔逊相关系数为 −0.84，这一结果进一步验证了前文的假设。

由于切分涉及识别边界和并给片段打标签，本章将错误分为两类：边界错误

（即边界识别错误）和标签错误（即边界识别正确但标签错误）。本章研究了使用

片段向量的模型在这两个错误中的效果。表3-7显示相比标签错误，使用片段向量

的模型纠正更多的片段错误。这一观察结果表明，合理地获得片段向量能够以进
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表 3-7 使用片段向量带来的错误分布的变化。这一实验结果是在 CoNLL03上获得的。
Table 3-7 The distribution of two types of errors for our model with and without segment embeddings.

The numbers are obtained on the results of multiple runs on CoNLL03.

模型 边界错误 标签错误

BiLSTM+SConcat 354.00 285.60
+片段表示 310.75 269.15

Error reduction 12.25% 5.76%

一步提高性能。

然而，表3-7显示：使用怎样的基线系统获得片段表示以及是否更新片段向量

的影响并不明显。固定片段向量对于组块识别更有效；而更新片段向量对于其他

任务更有效。只有 MSR 数据集上的实验显示使用 sparse-CRF 获得自动分析的片

段的有效性。

至此，本章经验性地分析了对于基于神经网络的 semi-CRF的重要部分。根据

实验结果，本章得出以下结论：

• 基于神经网络的 semi-CRF 模型在大部分切分任务中性能好于 linear-chain

CRF（参考表3-4与3-8结果）；

• 即使输入表示中编码了通用领域的上下文信息，对于特定任务的上下文进

行编码仍是重要的（参考表3-4与3-8结果）；

• 使用片段向量的方法能够有效帮助片段多样性不过大的任务（参考表3-5、

3-6以及3-8结果）。

3.6.6 基于上下文相关词向量的半-马尔科夫条件随机场
通过语言模型学习的上下文相关词向量（Embeddings from Language Model，简

称 ELMo，[13]）为多项自然语言处理任务带来了提升。本章尝试使用上下文相关

词向量作为输入。1O对于英文数据，本章使用文献 [13]中开源的使用 1 Billion Word

Benchmark 数据训练的上下文相关词向量作为输入。 2O 对于中文字符，本章使用

第2章的 ELMo工具在 Chinese Gigawords V5上训练字级别 ELMo。 3O 本章实验中

使用的 ELMo的维度为 1,024。这种表示严重过参数（over-parameterized）因而很

容易过拟合到训练数据。所以本章在这处实验中将 dropout rate调整为 0.25。

表3-8显示了这部分实验结果。本章观察到表3-8与表3-6的趋势相同，即本章

semi-CRF模型在 5个实验数据集的 3个中取得了优于 NN-CRF的效果。使用片段

表示进一步给 4个数据集带来性能的提升。片段多样性与相对错误率降低的关系

1O 具体来讲，本章将 ELMo作为公式3-10中 ϕ(fix) ⊕ ϕ(tune) 的替代。

2O https://allennlp.org/elmo
3O https://github.com/HIT-SCIR/ELMoForManyLangs/
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表 3-8 使用 ELMo作为输入的实验结果。最后两行的错误率降低与表3-6含义相同。
Table 3-8 The test results with model using ELMo as input representation. The first and second error

reduction have the same meanings with those of Table 3-6.

model CoNLL00 CoNLL03 CTB6 PKU MSR

NN-CRF 96.48 (±0.10) 91.72 (±0.28) 95.91 (±0.05) 95.58 (±0.03) 96.74 (±0.02)

SConcat 96.07 (±0.12) 89.31 (±0.35) 95.57 (±0.07) 94.78 (±0.11) 95.30 (±0.10)

BiLSTM+SConcat 96.60 (±0.06) 91.84 (±0.07) 96.11 (±0.12) 95.39 (±0.05) 96.75 (±0.05)

+由表3-6开发集结果决定的片段表示
96.58 (±0.09) 92.33 (±0.05) 96.46 (±0.13) 95.97 (±0.08) 97.85 (±0.06)

Diversity 27.44 10.77 6.08 4.75 3.64
错误率降低 1 2.73 7.36 13.23 8.94 33.92
错误率降低 2 -0.67 5.91 8.81 13.12 33.81

也符合图3-5的趋势。使用片段表示并未给 CoNLL00数据集带来显著性能提升。本

章认为这一现象是由 CoNLL00的片段多样性较高造成的。

本章也在表3-8中比较了直接将 ELMo用于片段组合的模型（即不在模型中使

用 BiLSTM表示上下文），其结果显示在 “SConcat’’一列。相比表3-4，使用 ELMo

能够给性能带来提升。本章认为这一提升源于 ELMo在通用领域建模了上下文信

息。然而，这一结果相较使用任务相关的上下文表示的模型仍有差距。这一观察

表明进行任务相关的上下文表示的重要性。

根据表3-8，相对 NN-CRF，使用片段向量能够带来 13.16的平均错误率降低。

而相对不使用片段向量的模型，平均错误率降低是 12.00。对应的平均性能绝对值

提升为 0.55和 0.49。表3-8中显示的错误率降低小于表3-6。这一结果表明，输入组

合函数与片段向量的作用不是完全正交的。在加强输入表示的情况下，片段向量

的作用被相对削弱。然而，片段向量仍给本章模型带来了性能的提升。这一观察

显示了本章提出的片段向量的有效性。

3.6.7 与当期最优模型对比
本章也将本章的基于神经网络的 semi-CRF模型与当前最优模型（state-of-the-

art，简称 SOTA）进行了对比。表3-9显示了组块识别的对比结果。本章基于神经网

络的 semi-CRF 模型的表现优于除多任务学习 [82] 以及使用丰富字级别特征 [109] 之

外的大部分模型。由于文献 [82]中的多任务学习存在一个任务的测试集是另一个

任务的训练集的情况，其结果并不能直接比较。 1O通过与文献 [109]的对比，本章

认为通过加强输入表示，本章的模型有望取得更好的效果。

表3-10显示了命名实体识别的比较结果。这一结果与表3-9结果的趋势一致。即

1O 在文献 [82]的多任务学习中，依存句法分析使用WSJ 2到 21节作为训练数据。而 CoNLL00使用WSJ 20
节做为测试数据，这使得模型学习过程中观察到测试数据。
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表 3-9 组块识别的对比结果。♣ 代表使用多任务学习的系统；♥ 代表使用半监督学习的系统；
∗的系统与本章系统无法直接比较；♢代表结果是多次实验的平均值。

Table 3-9 Comparison with the state-of-the-art chunking systems. ♣ marks the system that uses
multi-task learning. ♥ marks the system that uses semi-supervised learning. ∗ marks the result which
is not directly comparable due to data split difference. ♢ marks the result which is obtained from the

average of multiple runs.

模型 CoNLL00

CVT+Multi-task (Large)♥♣♢ [82] 97.0
Flair embeddings♥♢ [109] 96.72
TagLM∗♥♢ [83] 96.37
LM-LSTM-CRF∗♥♣♢ [131] 95.96
JMT♣ [132] 95.77
Low supervision [133] 95.57
Suzuki and Isozaki (2008)♥ [134] 95.15
grRecNN (reported)♥ [120] 95.10
NCRF++ [135] 95.06

ours♥♢ 96.58

使用丰富输入表示 [16,109]以及多任务学习 [82]可以给命名实体识别带来更好的性能。

表3-10显示，本章系统只比当前最优的应用 BERT [16]的命名实体识别系统低 0.47。

本章认为这一差距主要是由于学习上下文相关词向量时数据量的差异（BERT 使

用 330万，ELMo使用 80王），以及 BERT的命名实体识别使用词片段以及篇章级

表示。然而，值得注意的是本章模型比文献 [13, 83]中使用 ELMo的模型效果好。

这显示本章使用片段向量的有效性。

本章在表3-11中将本章系统与其他最先进的中文分词模型进行了比较。表3-

11显示了使用字符 bigram作为输入对于前人工作的重要性。本章在只使用 unigram

的前提下取得了与前人最优系统相近的性能。在 CTB6 上，本章模型只低于文献

[93]提出的当前最优的精细调参 biLSTM-CRF模型低 0.24。在 PKU上，本章与前

人最优系统的差距是 0.33，在MSR上，这一差距是 0.25。需要指出的是，表3-11

中的所有前人工作均为单一结果。而本章报告了多次运行的平均值，因而报告的

结果更稳定可靠。

本章提出的模型在三个中文分词任务上相对前人最优系统的平均差距为 0.29。

可以认为本章提出的模型达到了与前人最优系统相近的性能。这一结果再次显示

了使用 semi-CRF建模分割问题，并合理表示片段的有效性。

3.7 相关工作

Semi-CRF已经在诸如信息抽取 [118]、命名实体识别 [115]、意见挖掘 [116]、流利

检测 [144] 以及中文分词 [117,143] 等多项 NLP任务中取得了成功。然而，这些工作大
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表 3-10 命名实体识别的对比结果。♣、♥以及 ♢与表3-9含义相同。∗的系统由于数据集划分
与本章系统无法直接比较。

Table 3-10 Comparison with the state-of-the-art NER systems. ♣, ♥, and ♢ have the same meanings
with those in Table 3-9. ∗ marks the result which is not directly comparable due to using train and

development splits for training.

模型 CoNLL03

Flair embeddings∗♥♢ [109] 93.09
BERT Large♥ [16] 92.8
CVT+Multi-task (Large)♣♥♢ [82] 92.6
BiLSTM-CRF+ELMo♥♢ [13] 92.22
TagLM∗♥♢ [83] 91.93
HSCRF♥♢ [136] 91.38
NCRF++ [135] 91.35
LM-LSTM-CRF♥♣♢ [131] 91.24
BiLSTM-CRF-CNN [23] 91.21
LSTM-CRF [6] 90.94
grRecNN (reported)♥ [120] 90.87

ours♥♢ 92.33

多采用离散特征作为输入。semi-CRF与神经网络的结合的研究相对较少。文本基

于文献 [119, 120, 136]中的基于神经网络的 semi-CRF工作，并进行了若干有意义

的拓展。除此之外，本章详细地研究了基于神经网络的 semi-CRF中的重要组成部

分。

序列标注是一种常用的分割任务的转化方式。前人研究表明，通过丰富输

入表示，即使使用简单的结构模型，序列标注模型可以也取得很好的分割准确

率 [13,16,83,109,131]。本章在使用 ELMo作为输入的情况下也观察到了性能的提升，这

证明即使在很强的表示模型中，合理地建模结构仍然对模型有帮助。

使用自动分析的数据帮助中文分词的已经在文献 [125]中得到研究。但他们的

工作基于特征工程，同时只从自动分析的数据中求算统计量作为特征，而不关注

自动分析的结果是什么。得益于近期词向量 [2] 的相关工作，本章提出的方法可以

显示地完整地表示自动分析的结果。

本章将本章方法在三个自然语言分割任务上进行了实验。其中包括组块识别、

命名实体识别以及中文分词。然而，很多自然语言处理任务也可以建模为分割问

题，比如流畅检测 [144]、信息抽取以及对话系统中的语义理解 [145]。在这些任务中

使用本章方法也是一个值得探索的。

3.8 本章小结

本章全面地研究了在 semi-CRF 模型中使用神经网络表示片段的问题。本章
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表 3-11 中文分词的对比结果。†代表使用字 unigram做输入的系统；‡代表使用 bigram做输
入的系统；♥以及 ♢与表3-9含义相同。∗的系统由于预处理的不同与本章系统无法直接比较。
Table 3-11 Comparison with the state-of-the-art CWS systems. †marks the system that uses unigram
character as input. ‡ marks the system that uses bigram character as input. ♥ and ♢ have the same
meanings with those in Table 3-9. ∗marks the result that is not directly comparable due to prerocessing

on digits and English letters according to [137].

模型 CTB6 PKU MSR

BiLSTM-CRF+hyper-param. search†‡ [93] 96.7 96.1 98.1
Transition-based+emb. tuning†‡ [138] 96.2 96.3 97.5
Greedy Search+word context† [86] 96.2 96.0 97.8
BiLSTM-CRF+adv. loss†‡ [139] 94.3 96.0
Greedy Search+Span repr.† [140] - 95.8 97.1
Greedy Search† [85] - 95.7 96.4
Gated Recursive NN∗†‡ [141] 95.8 96.4 97.6
LSTM∗†‡ [142] 94.9 95.7 96.4
Max-margin Tensor NN†‡ [126] - 95.2 97.2
CNN† [21] - 92.4 93.3
SRNN (reported)† [119] - 90.6 90.7
Sparse semi-CRF [143] - 95.2 97.3
Sparse transition-based [20] - 95.1 97.2
Auto-segmented Features♥ [125] 95.7 - -

ours†♥♢ 96.46 95.97 97.85

提出了使用拼接网络将输入单元组合为片段表示。这种方法取得了与 SRNN 和

grRecNN相近的准确率与更快的速度。本章同时提出将片段整体进行表示并将得

到的片段向量作为一种额外的表示加入片段表示中。实验结果表明这一技术能够

显著提高模型性能，特别是对片段多样性较低的数据。组块识别、命名实体识别

以及中文分词实验证明了本章提出的模型的有效性。同时，本章也对基于神经网

络的 semi-CRF 的各部分进行了全面的分析。分析显示建模任务相关的上下文对

semi-CRF的性能至关重要。

在此基础上，本章将上下文相关词向量与 semi-CRF进行结合，以研究其针对

片段的组合能力。本章研究表明上下文相关词向量可以通过简单组合进行片段表

示并获得模型性能提升。在上下文相关词向量的基础上进一步进行任务相关的上

下文表示可以带来更大的提升。通过这一方法，本章模型取得了与前人最优结果

相当的性能。
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第 4章 基于上下文相关词向量的句法分析

4.1 引言

从生文本中有效地学习一直是自然语言处理的目标。上下文相关词向

量 [12–14,16,109]是一种有效的建模生文本的方法。它使用（广义）语言模型从生文本

中学习上下文信息，并被证明是可以有效地提高包括问答 [13,16]、语言角色标注 [13]、

共指消解 [94]、文本蕴含 [13,16]、情感分析 [13]、短语结构句法 [95,96] 以及命名实体识

别 [16,83]在内的多种任务的准确率 [77]。

尽管上下文相关词向量帮助一部分语义任务取得了性能的提升，但其对句法任

务的作用尚不为人知。为了分析其能否带来性能提升以及性能提升的来源，理想的

测试平台应包含相同标注规范下的多个句法分析数据集。比较上下文相关词向量

对不同数据集的影响可以揭示性能提升与数据集内在特征之间的关系，从而更好地

理解上下文相关词向量。本章选择多国语通用依存句法分析（Universal Dependency

，文献 [106]）作为测试平台。选择通用依存句法分析的原因是它提供了一种跨语

言句法标注规范以及 60多种语言的超过 100个依存句法树库。回答上下文相关词

向量能否提高通用依存句法分析性能并探索这些性能提升的原因可以有助于更好

地理解上下文相关词向量。

本章研究了基于语言模型的上下文相关词向量— ELMo [13] 对通用依存句法分

析及其词性标注的影响。本章基于 Dozat与 Manning在 2016年的文献 [8]中提出

的当前性能最优的深度双仿射依存句法分析器（Deep biaffine parser）构建本章的

词性标注器与句法分析器。同时，本章使用 ELMo作为额外的词向量来改进文献

[8]的算法。CoNLL 2018国际通用依存句法分析评测（CoNLL 2018 shared tasks —

Multilingual Parsing from Raw Text to Universal Dependencies，文献 [146]）的 57个树

库的实验结果表明：使用 ELMo可以给当前最优的基线系统带来稳定的提升。对

于词性标注任务，ELMo 给 57 个树库带来平均 0.91 的提升；对于句法分析任务，

ELMo带来的提升是 1.11。

在获得了性能的提升后，本章进一步分析其背后的原因。通过研究不同的树

库的五种特征及其与性能提升的相关性，本章发现 ELMo主要通过改进未登录词

（Out-of-vocabulary Word，简称 OOV）的表示能力来改进句法分析。这种表示能力

的改进主要源于 ELMo中基于字级别 CNN词表示模型。对于向量的可视化进一步

表明 ELMo通过在词向量空间中将相同词性的的未登录词聚类在一起来学习更好
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的未登录词抽象。

基于这些分析，本章进一步将包括 ELMo 以及本章第2章提出的基于局部信

息的上下文相关词向量（SelfAttnLBL）在内的上下文相关词向量应用在资源稀缺

语言的依存句法分析中。通过模拟实验，上下文相关词向量可以在少量标注数据

（100句或更少）的情况下显著提高模型性能。这一实验显示上下文相关词向量是

解决资源稀缺问题的一种很有前景的技术。

本章的主要贡献如下：

• 本章在大规模数据上验证了 ELMo对于通用依存句法分析的效果。实验结

果表明，ELMo能够为当前最优的系统带来了稳定的提升（§4.5）。

• 本章对上述结果进行了详细的分析（§4.6），并证明 ELMo带来的性能提升

主要源于更好的未登录词的抽象能力（§4.6.3），而 ELMo的基于字的词表示模型

对这种抽象能力贡献很大（§4.6.4）

• 基于上述分析，本章在资源稀缺的模拟数据中进行了实验（§4.6.5）。实验

证明少量标注数据与上下文相关词向量配合可以获得很好的句法分析性能。

4.2 背景知识

依存句法分析 依存句法分析是一个基础 NLP 问题。依存句法分析的目标是识

别句子中的词及其修饰词之间的关系。近年来，随着研究的深入，依存句法的形

式化定义与数据集发生了很大的变化。这些变化包括从针对英语金融新闻的宾州

树库数据集 [65] 到适用多国语并且包含近百个树库的通用依存句法项目（Universal

dependency project，文献 [106]）。通用依存句法项目对不同语言、不同风格的数据

定义了一套相同的词性和依存句法关系（参考图4.2）。这一变化为依存句法分析算

法提出新的挑战。

在过去的几十年中，学术界提出了多种数据驱动的依存句法分析算法。其中

包括 1）基于图的算法 [25]与 2）基于转移的算法 [7,26,147]。基于图的算法通过定义在

子树结构上的打分函数来确定最大生成树。基于转移的算法使用概率有限状态机

对依存句法树的生成过程进行建模。近年来，神经网络在 NLP问题中取得巨大成

功，这一成功也影响了依存句法分析算法。得益于神经网络强大的表示能力，目前

最先进的依存句法分析器 [8,89] 已将解码算法简化为父节点（一个词修饰的词）的

分类，即依靠多层长短期记忆网络（LSTM）来捕捉一个词在上下文中的句法特征，

就可以在宾州树库上达到 95以上的准确率。
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也许 着装 要求 过于 沉闷 。
ADV NOUN NOUN ADV ADJ PUNCT

root

advmod

nmod
nsubj

advmod punct

Maybe the dress code was too stuffy .
ADV DET NOUN NOUN AUX ADV ADJ PUNCT

root
advmod

det
nmod

nsubj
aux

advmod punct

图 4-1 通用依存句法的例子。图中左右两句互为翻译，并且共现相似的句法结构。
Fig.4-1 Examples of universal dependency trees. The sentence in left and right figures are translation

to each other and they share similar syntactic structure.

半监督机器学习 有效地使用未标记数据一直是半监督依存句法分析研究的热点。

在深度学习广泛得到应用之前，Chen等人在 2009年的文献 [124]中提出使用从自

动分析的大规模未标注数据中抽取特征来提高基于图的依存句法分析的性能。这

一工作在 Chen等人 2015年的文献 [148]中得到进一步的发展。Liang等人在 2008

年的文献 [92]中也研究了如何以未标注数据为桥梁，用简单的模型近似复杂的模

型。由于词向量是从大规模未标注数据中学习的，在神经网络中使用词向量的方

法也可以视作是半监督学习的成功应用。上下文相关词向量 [13,16] 沿着这一科研思

路通过从未标注数据中学习上下文相关的词向量改进多个 NLP任务。一系列后续

工作 [14,77,96]试图揭示其成功的原因。

本章遵照使用未标注数据提高模型性能的思路开展工作。本章首次在多国语

上验证 ELMo的有效性。

上下文相关词向量的分析工作 上下文相关词向量在多种任务上的成功促使学术

界对分析性能提升的原因越来越感兴趣。Peters等人在 2018年的文献 [77]中研究

使用其他网络代替 LSTM，他们发现诸如 Gated CNN [78] 和 Transformer [18] 这样的

架构也可以有效地学习高质量的上下文相关词向量。Bowman等人在 2018年的文

献 [149]中从多任务学习问题的角度研究了上下文相关词向量的效果，并研究了语

言建模之外的潜在获得上下文相关词向量的任务。他们发现，在研究过的任务中，

语言建模仍然是最优的选择。Zhang等人在 2018年的文献 [150]中进一步在句法

分析上展示了语言模型相对翻译的优越性来证实这一点。Tenney等人在 2018年的

文献 [151]也得到了类似的结论。

4.3 深度双仿射句法分析器

本章的模型基于 Dozat和 Manning在 2016年的文献 [8]中提出的深度双仿射

句法分析算法（deep biaffine parser）。这一算法的核心思想是使用 BiLSTM为每个

单词生成向量表示，然后使用该表示来预测词性和依存句法关系。
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词性标注模型 对于词性标注这类单一输入的任务，该表示可以形式化地定义为

hi = BiLSTM
(
v(word)

1 , · · · ,v(word)
n

)
i
。 (4-1)

其中，v(word)
i 是词表示。在获得了隐层表示 hi 后，其模型依靠如下公式计算第 i个

词被标记为第 j 个词性的分数：

h(pos)
i = MLP(pos) (hi)

s(pos)
i = MLP(pos’)(h(pos)

i )

y
(pos)
i = argmax

j

s(pos)
i, j

整个模型的框架如图4-2所示。

依存句法分析模型 对于依存句法分析模型，其输入包括词与词性。所以为了计

算 hi，深度双仿射句法分析算法将两种表示进行拼接，然后输入 BiLSTM模型中。

这一过程可以形式化地描述如下：

vi = v(word)
i ⊕ v(tag)

i (4-2)

hi = BiLSTM (v1, · · · ,vn)i。 (4-3)

在获得了 hi 后，深度双仿射句法分析算法将一对词的表示输入到一个深度双

仿射网络中，以求得这对词构成修饰关系的可能性。形式化地，第 i个词修饰句子

中其他词的概率可以使用如下方法进行计算

s(arc)
i = H(arc-head)W (arc)h(arc-dep)

i + H(arc-head)b(arc)

y(arc) = argmax
j

s(arc)
i, j 。

其中，h(arc-dep)
i 表示第 i 个词做修饰词时的向量表示。h(arc-dep)

i 可以通过将 hi 输入

MLP 计算获得。与之类似，h(arc-head)
i 代表表示第 i 个词做核心词时的向量表示。

H(arc-head) 是将 h(arc-head)
i 沿词序列方向堆叠获得的矩阵。在求得了每个词的核心词

y(arc)后，深度双仿射句法分析算法对每条弧依据如下公式进行分类，

s(rel)
i =

(
h(rel-head)
y(arc)

)T
U(rel)h(rel-dep)

i +W (rel)
(
h(rel-dep)
i ⊕ h(rel-head)

y(arc)

)
+ b(rel),

y(rel) = argmax
j

s(rel)
i, j 。

其中，h(rel-head) 与 h(rel-dep) 的计算过程与 h(arc-dep)
i 和 h(arc-head)

i 相仿。整体的框架如

图4-3所示。
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. . . BiLSTM BiLSTM BiLSTM BiLSTM . . .

BiLSTMBiLSTMBiLSTMBiLSTM. . . . . .

v4 v5 v6 v7

+

t7

MLP

t4

MLP

v(tune)
4 v(fix)

4 v(char)
4

ELMo4

图 4-2 深度双仿射词性标注器的框架。青色的框架表示使用 ELMo作为输入。
Fig. 4-2 The framework for deep biaffine tagger. In this paper, we use ELMo as an additional word

input, as highlighted in the cyan block.

. . . BiLSTM BiLSTM BiLSTM BiLSTM . . .

BiLSTMBiLSTMBiLSTMBiLSTM. . . . . .

v4 v5 v6 v7

h(a-d)
7

h(a-h)
7

h(r-d)
7

h(r-h)
7

h(r-h)
4

h(a-h)
4

h(r-d)
4

h(a-d)
4

MLP
MLP

MLP
MLP

⊕ v(tag)4v(word)
4+

v(tune)
4
v(fix)

4

v(char)
4

ELMo4

biaffine

biaffine

s(arc)
4,7 s(rel)

4,7

图 4-3 深度双仿射依存句法分析器的框架。青色的框架表示使用 ELMo作为输入。该图显示
了如何计算第四个词修饰第七个词的分数。

Fig. 4-3 The framework for deep biaffine parser. We demonstrate how to calculate the arc score (s(arc)
4,7 )

and relation score (s(rel)
4,7 ) between the fourth and seventh words. Like in Figure 4-2, we highlight the

additional ELMo embeddings in the cyan block.

在深度双仿射句法分析算法中，由于每个词对应的核心词是独立计算的，所

以求得 yarc 后可能会产生环。文献 [8] 采用了一种启发式算法迭代地修改每个词

的核心节点。关于算法的细节，读者可以参考原文。

输入表示 在深度双仿射句法分析算法中，最终的词向量 v(word)
i 由三部分组成：1）

一个可更新的词向量 v(tune)
i ；2）一个固定的来自预训练的词向量 v(fix)

i ，以及 3）一

个使用字级别 LSTM编码的向量 v(char)
i 。最终的词向量由三种表示如下式加和求得

v(word)
i = v(tune)

i + v(fix)
i + v(char)

i 。 (4-4)
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根据 Dozat等人 2017年的文献 [89]，可调的词向量 v(tune)
i 可以学习常见词的表示；

固定的词向量 v(fix)
i 可以学习从未标注数据中无监督地学习；基于字的 LSTM 的

词向量 v(char)
i 编码了词的形态学特征。而使用加和的方式表示特征借鉴了 Residual

Network [74]的思想。

4.4 基于上下文相关词向量的深度双仿射句法分析器

上下文相关词向量 [12–16] 在多项句法语义任务中表现出很好的性能。Peters等

人在 2018年的文献 [13]中提出基于语言模型的上下文相关词向量— ELMo。本文已

经在第1.2.2节中对于 ELMo的上下文表示以及模型学习进行了详细的介绍。本章

在这里按照公式1-6获得上下文相关词向量 ELMoi = γ
∑L

k=0 sk ·
(−→h (k)i ⊕

←−h (k)i

)
。

在深度双仿射句法分析器中使用 ELMo 本章关注的问题是 ELMo在通用依存句

法分析中的效果。本章将 ELMo用作一种额外的词向量输入模型中。

文献 [152] 在多个任务上研究了在使用上下文相关词向量时是否需要调整词

向量参数的问题。根据其结论，在将上下文相关词向量应用于有丰富的任务相关

参数的模型时固定参数可以获得更好的效果。由于本章使用的深度双仿射句法分

析器包含丰富的参数，本章参考文献 [152]并在训练模型中固定参数。

在获得ELMoi之后，本章将其用作一个额外的词向量。正如在第4.3节中所示，

文献 [89]通过相加将不同的词特征进行组合并获得词表示（如公式4-4所示）。本章

参考其做法并将 ELMoi 映射到与 v(word) 相同的维度并通过相加与其他特征进行组

合。因此，对于词性标注与句法分析器（参考图4-2与图4-3中青色的部分），v(word)
i

等于

v(word)
i = v(tune)

i + v(fix)
i + v(char)

i +W (ELMo) · ELMoi (4-5)

文献 [13]探索了两类将上下文相关词向量应用于下游任务的方法。一种是将

其与传统词向量进行组合，另一种是与隐层进行组合。根据文献 [13]，复杂的组合

方法带来了少量性能的提升。然而，由于本章的目标是研究上下文相关词向量与

通用依存分析的关系，本章只使用将上下文相关词向量与传统词向量进行组合的

方式在深度双仿射句法分析器中使用 ELMo。

4.5 实验

4.5.1 设置
本章在 CoNLL 2018 多国语句法分析评测 [146] 中的 57 个数据集上进行实验。

这些实验包括通用词性标注和通用依存句法分析。这 57个数据集涵盖 44种不同
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语系的语言。本章选择这些数据集的原因是每个数据集对应的语言都有与之配套

的生语料。本章采用标准方法将数据集划分为训练集、开发集和测试集。为了训

练 ELMo，本章从评测公开的生语料中为每种语言随机抽取了两千万词的生语料。

对于通用词性标注实验，本章使用正确的分词结果作为输入。评测任务为词性

标注提供了通用词性标签（UPOS）与每个树库特有的词性标签（XPOS）。本章参考

文献 [89]并使用 UPOS与 XPOS联合学习的方法训练本章的词性标注器。具体来

讲，联合学习的目标是在使用共享的的句子表示的同时正确预测 UPOS和 XPOS。

本章词级别词性标注准确率作为本章的评价指标。由于某些数据集的 XPOS无意

义 1O，文本只报告 UPOS结果。初步实验结果显示了 UPOS和 XPOS的类似趋势，

故报告 UPOS结果具有足够的代表性。

对于通用依存句法分析实验，与词性标注类似，本章也使用正确的分词结果作

为输入。为了使训练过程与测试过程相近，本章使用自动词性标注作为输入。为了

获得训练数据上的自动词性，本章在词性标注实验中的词性标注器的基础上，利

用 5折交叉方法给整个训练集标注了自动词性。本章使用带标签依存关系准确率

（LAS）评估通用依赖性分析性能。

训练 ELMo 的一个困难之处在于：当词表较大，softmax 输出层的维度过高。

为了使训练可行，本章使用 sampled softmax技术 [80]训练模型。本章的训练方法和

标准 sampled softmax之间的主要差异在于本章使用目标词的一定窗口内的词作为

负样本。 2O初步实验表明，这种方法有更好的性能。在 NVIDIA P100 GPU上，训

练一种语言的 ELMo大约需要 3天。

4.5.2 结果

表 4-1: 在通用依存句法分析中使用 ELMo的比较。
Table 4-1: Comparison of model with and without ELMo.

未使用 ELMo 使用 ELMo
树库 UPOS LAS UPOS LAS

Arabic-PADT 96.73 82.88 96.93 83.64
Bulgarian-BTB 98.40 90.80 99.13 91.78
Catalan-AnCora 97.37 91.05 98.89 91.40
Czech-CAC 99.01 91.22 99.25 91.40
Czech-FicTree 98.55 91.08 98.57 91.57
Czech-PDT 98.99 92.36 99.13 92.39
Old_Church_Slavonic-PROIEL 96.61 81.01 96.47 82.26
Danish-DDT 96.97 85.19 97.95 86.34

1O 例如 Japanese-GSD只提供了 UPOS标注，XPOS全部为占位符。
2O 本章使用的窗口大小为 8,172。
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表 4-1（续表）

未使用 ELMo 使用 ELMo
树库 UPOS LAS UPOS LAS

German-GSD 94.40 81.26 94.89 81.79
Greek-GDT 96.57 88.18 98.02 89.31
English-EWT 95.96 87.62 96.74 88.27
English-GUM 93.57 84.08 96.42 86.00
English-LinES 96.52 79.68 97.14 80.46
Spanish-AnCora 97.78 90.44 98.84 90.86
Estonian-EDT 96.26 85.10 97.49 85.48
Basque-BDT 95.22 81.85 96.48 83.56
Persian-Seraji 97.22 87.20 97.93 88.15
Finnish-FTB 95.89 89.11 96.87 89.94
Finnish-TDT 96.24 87.99 97.48 89.65
French-GSD 97.13 87.93 97.59 88.62
French-Sequoia 98.27 89.12 98.91 91.18
French-Spoken 94.24 74.95 96.31 77.79
Galician-CTG 97.71 83.31 97.71 83.45
Ancient_Greek-Perseus 92.05 75.12 94.39 78.73
Ancient_Greek-PROIEL 96.86 81.76 97.85 83.75
Hebrew-HTB 96.43 85.21 97.34 87.21
Hindi-HDTB 97.24 92.00 97.60 92.19
Croatian-SET 97.35 86.51 98.14 87.24
Hungarian-Szeged 92.96 76.69 96.59 81.35
Indonesian-GSD 91.82 79.21 93.76 79.30
Italian-ISDT 97.89 91.52 98.41 92.48
Italian-PoSTWITA 95.93 80.54 96.82 81.77
Japanese-GSD 97.76 92.51 97.96 92.70
Korean-GSD 96.25 83.71 96.60 84.94
Korean-Kaist 95.32 86.62 95.68 86.40
Latin-ITTB 98.55 89.04 98.53 88.90
Latin-PROIEL 96.23 79.06 97.03 80.49
Latvian-LVTB 93.96 82.43 96.07 83.87
Dutch-Alpino 96.09 87.43 96.35 90.21
Dutch-LassySmall 95.78 85.96 96.61 87.51
Norwegian-Bokmaal 97.46 90.78 98.36 91.67
Norwegian-Nynorsk 97.19 90.42 98.20 91.33
Polish-LFG 97.90 95.03 98.83 94.73
Polish-SZ 97.24 91.74 98.32 92.18
Portuguese-Bosque 96.20 89.12 97.21 89.85
Romanian-RRT 97.53 86.90 97.97 86.95
Russian-SynTagRus 97.81 92.96 99.02 93.09
Slovak-SNK 93.96 88.11 97.08 90.13
Slovenian-SSJ 97.74 92.01 98.61 92.04
Swedish-LinES 96.39 81.72 97.38 83.21
Swedish-Talbanken 97.60 86.61 98.09 88.26
Turkish-IMST 95.66 64.97 96.65 68.03
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表 4-1（续表）

未使用 ELMo 使用 ELMo
树库 UPOS LAS UPOS LAS

Uyghur-UDT 89.84 65.32 89.68 68.13
Ukrainian-IU 96.20 85.50 97.74 86.40
Urdu-UDTB 94.39 81.66 94.21 82.26
Vietnamese-VTB 88.99 60.27 90.54 62.12
Chinese-GSD 94.60 79.70 94.30 79.85

表4-1通用词性标注和通用依存句法分析的性能。表4-1显示 ELMo 给 57 个

树库带来稳定的的性能提升。具体地说，ELMo 给 57 个树库中的 51 个的树库提

高了 UPOS的准确率。平均准确率提升为 0.91，词性标注标记的平均误差（error

reduction）降低了 24％。对于通用依存句法分析，ELMo给 57个树库中的 54个树

库带来 LAS的准确率的提升。平均 LAS提升为 1.11，平均误差降低了 7％。上面

的结果表明 ELMo可以有效提高通用词性标注和通用依存句法分析的性能。

本章也在表4-2中将本章的使用 ELMo的模型与当前最优的通用句法分析系统

进行了对比。对比的系统包括；1）词性句法联合模型 UDpipe 2.0 [153]；2）多语言

多任务联合模型UDify [154]。这一比较显示 ELMo能够帮助通用词性标注/依存句法

分析取得当前最优的性能。

本章还研究了 UPOS提升与 LAS提升之间的相关性。其 Pearson相关系数为

0.5196（p < 0.001）。这表明使用 ELMo所带来的改进在两个语法任务中是一致的。

4.6 分析

4.6.1 树库属性与性能提升的关系
第4.5.2节显示 ELMo 可以给通用词性标注与通用句法分析带来性能的提升。

然而，对于不同的树库，提升的幅度是不同的。ELMo给 Hungarian-Szeged带来的

提升幅度最大，但给 Galician-CTG带来了负面效果。 1O 这一观察表明 ELMo的作

用可能与树库的某些属性相关。为了深入了解这些属性，本章对不同语言的树库

进行分析实验，检查他们的属性是如何与性能提升相关的。本章关注一个树库五

方面的属性，这些属性包括：

• 训练数据大小：本章使用训练数据中的词数来表示训练大小。 2O

• 形态学丰富程度：本章按照文献 [155]建议，使用语料库中的词熵作为该语

料库的形态学丰富程度的评估。根据文献 [155]，单词熵与语言学家定义的形态复

1O ELMo给 Galician-CTG带来了 0.30的 UPOS下降，给 Hungarian-Szeged带来了 4.56的 UPOS提升。
2O 以 10为底的对数。
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表 4-2 本章使用 ELMo模型与当前最优通用句法分析系统的对比。
Table 4-2 The comparison with the state-of-the-art UD parsing systems.

模型 宏平均-UPOS 宏平均-LAS

UDpipe 2.0 [153] 96.94 85.05
UDify [154] 95.88 85.50
深度双仿射（未使用 ELMo） 96.15 84.94
深度双仿射（使用 ELMo） 97.07 86.04

杂性 1O有很好的相关性。

• 非投射程度：本章使用训练数据中非投影弧的百分比作为非投射程度的评

价。

• 多义词丰富程度：本章将拥有多个词性的词近似定义为多义词。本章使用

树库中多义词的比例作为树库的多义词丰富程度。由于上下文相关词向量的设计

初衷是解决一词多义问题，本章希望通过这一指标衡量上下文相关词向量能否给

多义词丰富的树库带来更大的提升。

• 未登录词比例：本章将在测试数据出现但不在训练数据出现的词定义为未

登录词（OOV）。OOV 的计算与生语料无关。本章将测试数据中此类单词的百分

比定义为未登录词比例。

其中训练数据大小、形态学丰富程度以及非投射程度在文献 [89]也得到了讨论。

本章首先在图4-4中显示了本章分析的树库属性与词性/句法性能的绝对提

升/错误率降低之间的关系。除了非投射性，图4-4显示这些属性与性能提升基本

单调（monotonic）地相关。基于这一图示，本章使用两种统计相关性评价方法---评

价两个变量线性相关性的 Pearson 相关系数和评价两个变量排序相关性的 Spear-

man相关系数。表4-3显示了相关性的评价结果由于相关系数的绝对值不具备可解

释性，本章只使用这个值衡量哪个属性与性能提升更相关。表4-3显示在所有这些

因素中，未登录词比例与通用词性标注性能提升的相关性最大。训练数据大小与

通用句法分析性能提升的相关性最大。而未登录词比例与通用句法分析性能提升

的相关性接近。需要强调的是，训练数据较少的树库，通常会有更多的未登录词

出现在测试数据中。2O因此，本章认为未登录词比例是一个更相关并且信息丰富的

属性。

除了这些树库相关属性，ELMo 的带来的性能提升与非树库属性存在潜在的

相关性。为了探索这种相关性，本章参考 Ma 等人在 2018 年的文献 [157] 以及

McDonald与 Nivre在 2007年的文献 [158]并研究了三个结构相关的属性。这些属

1O 参考：世界语言形态学项目 [156]
2O 在本章实验的数据集中，训练数据大小和未登录词比例之间的皮尔逊相关性为-0.5477。
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图 4-4 五种树库属性与词性/句法准确率提升绝对值 (imp.)与错误率降低 (e.r.)的关系，图中的
每个点代表一个树库。

Fig. 4-4 The relation between five attributes and the ELMo’s improvements (imp.) and error reduction
(e.r.) for POS tagging (UPOS) and UD parsing (LAS). Each point in this figure denotes a treebank.

表 4-3 树库性质与性能提升的 Pearson/Spearman相关性。粗体表示相关性最高的性质。
Table 4-3 The Pearson/Spearman correlation between five attributes and the improvements and error

reduction for each treebank. Bold number show the highest (absolute) correlation value.

UPOS LAS
树库属性 提升 误差降低 提升 误差降低

训练数据大小 -0.30 / -0.23 0.03 / -0.05 -0.58 / -0.56 -0.36 / -0.39
形态学丰富程度 0.26 / 0.25 0.20 / 0.20 0.24 / 0.19 0.17 / 0.17
非投射程度 0.14 / 0.05 -0.07 / -0.09 0.33 / 0.11 0.14 / 0.04
多义词丰富程度 -0.20 / -0.15 -0.10 / -0.15 -0.17 / -0.14 -0.13 / -0.12
未登录词比例 0.51 / 0.44 0.22 / 0.24 0.52 / 0.43 0.33 / 0.33

性包括弧长度（dependency length）、深度（distance to root）和修饰词个数（number

of modifier siblings)。本章研究这些属性的一个出发点是使用 ELMo的模型可能为

某种类型的弧带来更大的提升。比如使用 ELMo 的模型利用 ELMo 更好地编码

上下文，从而取得更好的长距离弧的性能。本章在图4-5中显示了这一分析结果。

图4-5中也包含使用 ELMo给每种结构属性带来的错误率降低。可见，不同指标下

的使用 ELMo带来的错误率降低几乎一致。这一观察显示了结构属性与性能提升

没有显著相关性。因此，本章在后文分析中着重关注 ELMo在未登录词方面的性

能。

4.6.2 未登录词的性能
为了进一步证实 ELMo带来的改进主要发生在未登录词中，本章在合并后的
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图 4-5 依存弧三种属性对应的准确率/召回率。绿色虚线代表错误率降低，错误率降低的范围
在 0.0到 0.3。

Fig. 4-5 Dependency arc precision/recall relative to three attributes. The dashed green line shows the
error reduction. The limits of y-axis for error reduction are fixed to (0.0, 0.3).

表 4-4 使用与未使用 ELMo模型在登录词与未登录词上的表现。最后一行显示了误差减少。
Fig.4-4 A comparison on the IV and OOV performance of two models. The last row shows the error

reductions.

登录词 未登录词

模型 UPOS LAS UPOS LAS

未使用 ELMo 98.00 87.97 88.50 79.52
使用 ELMo 98.27 88.58 93.36 81.32

13.50% 5.07% 42.26% 8.79%

测试数据上比较了模型的在登录词和未登录词的性能。1O表4-4显示了比较的结果。

根据表4-4，ELMo在通用词性标注和通用依存句法分析上给未登录词带来了比词

典内词更多的提升。对于通用词性标注，提升的绝对值为 4.86，误差减少为 42.26％。

对于通用依存句法分析，提升的绝对值为 1.80，误差减少为 8.79％。

除了未登录词的详细性能，本章还在图4-6中绘制了使用与不使用 ELMo的模

型的通用词性标注误差分布。通过图4-6可以看出：两类模型在如助词（AUX），并

列连词（CCONJ）和从句连词（SCONJ）一类的功能词上表现几乎一致。但是，使

用 ELMo模型明显表现出更好的专有名词（PROPN）性能。这个结果从另一种角

度证明了 ELMo对 OOV的影响。因为作为一个新兴的实体名称，未登录词中专有

名词的比例更大。

至此，本章的一系列分析都指出：ELMo 主要通过提高未登录词的性能来提

高语法 NLP任务的性能。

1O IV和 OOV词的比例测试数据为 87.38％和 12.62％。
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图 4-6 使用与未使用 ELMo模型对应的词性标注的错误分布。
Fig. 4-6 The POS tag error distributions of our models with and without ELMo.

4.6.3 未登录词句法抽象能力的分析
未登录词一直是影响 NLP系统性能的问题。未登录词问题的一般解决方案是

用高层次抽象来表示单词。例如，Collins在 2002年的文献 [37]中使用前缀和后缀

功能来表示词性标注任务中的单词。Liang在 2005年文献 [159]在解决词性标注问

题时使用词聚类作为抽象的词性。Ballesteros 等人在 2015 年的文献 [160] 中使用

字符级 LSTM替换词向量，从而在基于转移的依存句法分析中取得了更好的效果。

在学习更好的词的抽象方面，ELMo是一个潜在的解决方案，原因有二：1）ELMo

的训练过程遇到很多单词，这意味着 ELMo‘‘记忆’’单词。2）ELMo使用根据上下

文表示（BiLSTM）以及词形表示（CNN）对单词的句法功能进行更好的 ‘‘抽象’’。

直观地讲，‘‘记忆’’效果可以为未登录带来性能提升。然而，由于在学习 ELMo

时穷尽所有词汇是不现实的，本章更加关注需要 ‘‘抽象’’ 的未登录词的性能。为

了评价需要 ‘‘抽象’’ 的未登录词的性能，本章将未登录词分为两类，代表在学习

ELMo时是否遇到（召回）这个词。在召回的未登录词上的表现可以被视为对 ‘‘记

忆’’效果的一种评估，而未召回的未登录词则反映了 ELMo的 ‘‘抽象’’效果。表4-5

中显示了通用词性标注和通用依存句法分析上这两类词的性能。根据表4-5，使用

ELMo的模型为不同（召回与未召回）的未登录词都带来了性能的提升，而且两类

未登录词的提升相近。这个结果表明 ELMo既能记忆未登录词，也能抽象未登录

词。未登录词的抽象能力是 ELMo性能提升的重要来源。

4.6.4 未登录词词形抽象能力的分析
根据前文，ELMo具备抽象一个词的句法功能的能力。本章希望进一步探究这

类抽象能力的来源。如前文讨论，未登录词的句法功能可以通过 1）它的上下文以

及 2）它的词形进行推断。为了判断这两种因素哪种贡献更大，本章对于模型输入

的不同组合进行了研究。为了消除深度双仿射分析器中字级别表示（公式4-4中的

ṽ）的影响，本章只使用可训练的词向量 w与固定词向量 p的组合作为词向量。其

中固定词向量包括：
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表 4-5 在 ELMo学习过程中召回（出现在 ELMo的训练数据中）与未召回（未出现在 ELMo
的训练数据中）的两类未登录词的性能的比较。

Table 4-5 A comparison on the OOV word performance. We categorize OOV words into two types,
indicating whether a word is recalled during the learning of ELMo.

召回 未召回

模型 UPOS LAS UPOS LAS

未使用 ELMo 88.85 79.52 88.29 79.52
使用 ELMo 93.90 81.42 92.05 80.99

45.29% 9.27% 32.11% 7.18%

表 4-6 消融实验结果。括号里的数代表未召回的未登录词的准确率。
Table 4-6 The ablation results. The number in the brackets shows the performance of unrecalled OOV.

UPOS LAS
宏平均 登录词 未登录词 宏平均 登录词 未登录词

Word2vec 93.04 96.80 72.59 (62.83) 82.73 84.94 72.15 (62.83)
FastText 94.91 96.81 83.69 (75.05) 82.83 84.73 73.34 (68.23)
基于词的 ELMo 95.64 97.42 85.52 (68.48) 84.06 85.96 74.68 (64.07)
ELMo-CNN 96.60 97.58 90.74 (85.56) 84.75 86.19 77.38 (72.79)
基于字的 ELMo 96.82 97.68 91.50 (86.74) 84.94 86.43 77.82 (73.60)

• Word2vec：Word2vec是本章的未使用上下文相关词向量的基线实验系统。

• FastText：FastText [4]是一种能够建模任意词的静态词向量。由于 FastText具

备建模任意词的能力，本章将 Word2vec系统中的 Word2vec替换为 FastText以验

证提高未登录词建模能力是否能够带来性能提升。

• ELMo-CNN：本章使用 ELMo 中上下文无关的词向量（CNN 输出）替代

ELMo。这一模型移除了 ELMo的上下文建模能力，从而直接讨论词形抽象对于性

能的影响。

• 基于词向量的 ELMo：本章将 ELMo 中的 CNN 替换为普通词向量并按照

第4.5.1节的方法重新训练了 ELMo。这一模型移除了 ELMo 的词形抽象能力，从

而直接讨论建模上下文对于性能的影响。

• 基于字的 ELMo：本章的使用上下文相关词向量的模型。

本章在六种语言 1O上进行这一实验。实验结果如表4-6所示。根据表4-6，使用

基于字级别词表示的模型（ELMo-CNN 和基于字的 ELMo）的性能显著好于使用

传统词向量的模型（Word2vec和基于词的 ELMo）。而使用基于字级别词表示的模

型带来了显著的未登录词的错误率降低。这一实验结果表明基于字级别词表示在

ELMo的词抽象能力中发挥了很大的作用。

1O 包括荷兰语、英语、法语、匈牙利语、意大利语和斯洛伐克语。
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表 4-7 使用 ELMo的模型对于多义词/单义词的句法分析性能。本章将包含多个词性的词近似
定义为多义词。最后一行显示错误率降低。

Table 4-7 A comparison of the polysemous/monosemous word performance. We determine a word
as polysemy when it has multiple POS in the training data. The last row shows the error reductions.

模型 多义词 单义词

未使用 ELMo 88.90 87.84
使用 ELMo 89.47 88.12

5.13% 5.13%
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图 4-7 未登录词的可视化的结果。左图显示的是 ELMo上下文无关层的结果，右图显示的是
Word2vec的结果。图中也包含四种词性的典型词。由于Word2vec采用固定词表的原因，无法

给每个未登录词以适当的表示。所以左侧比右侧有更多的点。

Fig. 4-7 Visualization of the OOV word embeddings from ELMo (left) and Word2vec (right) along
with the prototype word for 4 POS tags for content words. The left figure presents more words than
the right one because ELMo can produce embeddings for any word, while Word2vec only yields

embeddings for encountered words, and some OOV words are not recalled.

通过比较表4-6中Word2vec与 FastText的结果，使用 FastText作为输入的模型

的性能好于Word2vec。这一结果表明建模词形信息能够提升模型性能。然而，使用

FastText的模型相较使用字级别词表示的模型仍有较大差距，可见 ELMo的字级别

词表示具有更强的表示能力。本章猜测这种表示能力来自 CNN 的建模字 n-gram

的网络结构以及语言模型学习目标。

另一个值得注意的结果是字级别词表示（ELMo-CNN）取得了与完整 ELMo相

近的性能。同时，这一结果显著好于基于词的 ELMo。由于基于词的 ELMo只建模

了上下文，为了进一步观察建模上下文对于模型性能的影响，本章将词依据是否

具有多个词性近似分类为多义词与单义词。单义词与多义词在句法分析上的性能

如表4-7所示。根据表4-7的结果，单义词与多义词的错误率降低几乎相同。本章猜

测，尽管 ELMo的设计初衷是建模一词多义，在将其应用于句法分析时，其作为

副产物产生的上下文无关的表示反而发挥了更大的作用。

前文将模型性能的提升归因于 ELMo在可以学习更好的未登录词的的句法抽
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图 4-8 数据稀缺句法分析的实验结果
Fig. 4-8 The simulation results on low-resource settings

象。为了通过实证测试，本章对 ELMo中上下文无关的词向量（CNN的输出）进

行了可视化。本章使用 T-SNE [130] 对未登录词以及特定词性的典型词进行从高维

空间到 2维平面的可视化。 1O 可视化的结果显示在图4-7中。点的颜色代表相应单

词的词性标签。 2O 这个图显示不同的未登录词的表示的聚类与他们的词性有很好

的相关性，即 ELMo 产生的词表示具有很好的句法属性的抽象能力。相比之下，

Word2vec的产生的词向量分散在嵌入空间中的不同位置，不能充分捕捉单词之间

的句法相似性。

4.6.5 数据稀缺句法分析模拟实验
前文展示了 ELMo通过学习更好的未登录词抽象来提高语法分析性能。对于

训练数据不足的领域，未登录词的问题往往非常严重。ELMo乃至上下文相关词向

量可以为解决这类问题的提供有效的数据支撑。为了验证这一假设，本章进行了

数据稀缺句法分析模拟实验。本章随机采样了UD_English-EWT以及UD_German-

GSD 原训练数据中的 0.5%，1%，2%，5%，10% 以及 20% 作为训练集，并验证

1O 本章关注的未登录词是从 UD_English-EWT 中提取的。本章使用 Bush 和 Iraq 作为专有名词的典型词，
people和 food作为名词的典型词，good和 other作为形容词的典型词，know和 get作为动词的典型词。

2O 约 97％的未登录词只有一个关联的 POS标签。
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了 ELMo以及本章第2章提出的 SelfAttnLBL。实验结果如图4-8所示。根据图4-8的

结果，使用上下文相关词向量可以显著提高模型在少量数据时的性能（0.5%以及

1%的训练数据）。ELMo与本章提出的 SelfAttnLBL性能相当。这一观察验证了前

文的假设。根据 Howard与 Ruder在 2018年的文献 [14]，预训练通过将表示能力

转移到特定任务上帮助数据稀缺任务。本章进一步将这种能力细化到预训练模型

对于词的抽象上。

4.7 本章小结

本章使用 ELMo作为额外的词向量提高了通用依存句法分析的性能。本章进

一步分析了性能提升的原因并将其归纳为 ELMo 为未登录词提供了更好的抽象。

其中 ELMo建模词形的能力为未登录词的良好抽象作出了重要贡献。这些结果表

明上下文相关词向量是一种解决数据不足自然语言处理任务的很有前途的手段。

本章也通过模拟实验验证了这一假设。
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第 5章 基于知识蒸馏的依存句法分析加速方法

5.1 引言

实现又快又好的语言分析是相关研究的重要目标，但 ‘‘快’’与 ‘‘好’’往往难以

调和。准确率高的模型（例如使用上下文相关词向量的模型）往往较复杂，参数

多，运行速度较慢。速度快的模型往往较简单，参数少，准确率低。知识蒸馏 [161]

是一类使用简单模型近似复杂模型的机器学习思想，其目标是用简单模型拟合复

杂模型的输出，从而使速度快的模型具备准确率高的模型的性能。近年来，图像

领域的知识蒸馏有较多研究，但语言分析，特别是语言分析中结构预测的知识蒸

馏的相关研究相对较少。

基于搜索的结构预测将自然语言结构（如词性序列，句法树，翻译，语义图

等）的生成过程建模为一个搜索问题 [67,162–166]。由于较高的准确率与较快的运行速

度，基于搜索的结构预测近年来获得了很多关注。基于搜索的结构预测依靠一个

概率化的策略函数来指导搜索过程。这个策略函数通常通过模仿参考策略进行学

习。这种模仿的过程包括训练一个分类器，使其能够在参考策略遇到的状态上预

测出参考策略的搜索动作。这种模仿方式有时候是有问题的。其中一个问题是参

考策略是有歧义的，即不同的搜索动作都可以达到正确的结构。但在模仿过程中，

只有一种动作被用作正确实例来训练分类器 [167]。另一个问题是训练测试不一致的

问题，即训练过程是在正确的搜索状态中完成的，但在测试过程中，学到的策略可

能会进入不正确的搜索状态 [168,169]。这些问题都影响了基于搜索的结构预测的泛

化性以及性能。

前人工作从两个方面解决这一问题。为了解决训练数据的歧义问题，文献 [170]

使用集成学习。为了解决训练测试不一致的问题，前人工作 [166–169,171] 在训练过程

中鼓励模型探索错误的状态。本章提出使用知识蒸馏 [161] 的手段统一地解决这两

类问题。本章提出从一个由不同初始化的模型进行集成获得的复杂模型中蒸馏出

一个简单模型。蒸馏的过程可以描述为用简单模型在参考策略的状态上匹配复杂

模型的概率输出。除此之外，本章也在学习过程中允许集成模型探索搜索空间，并

在探索到的状态中学习模型。将这两种蒸馏过程进行结合可以进一步提高模型的

性能。本章提出的模型的流程图如图5-1所示。

本章在基于搜索的结构预测问题 — 基于转移的依存句法分析上进行了实验。

实验的结果均超过了强基线系统的结果，这显示了本章提出方法的有效性。在依
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模型 1
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. . . 模型 M

图 5-1 本章提出的基于转移的结构预测的框架图。虚线方框内的部分代表本章使用不同初始
化训练的集成模型。红色虚线表示从参考状态蒸馏模型（第5.3.2节）。蓝色实线部分表示从探

索状态中知识蒸馏（第5.3.3节）。
Fig. 5-1 Workflow of our knowledge distillation for search-based structured prediction. The yellow
bracket represents the ensemble of multiple models trained with different initialization. The dashed
red line shows our distillation from reference (§5.3.2). The solid blue line shows our distillation from

exploration (§5.3.3).

存句法分析的实验中，相对基线系统的提升是 1.32。

除了从同构的集成模型中进行知识蒸馏，本章也将本章的技术应用于异构模

型的知识蒸馏中。本章将前文的技术应用于对使用上下文相关词向量的模型的蒸

馏。实验结果表明本章提出的方法可以有效从异构模型中进行知识蒸馏。这一结

果使得不使用上下文相关词向量的模型逼近使用的模型的性能成为可能。

本章的主要贡献如下：

• 本章研究基于搜索的结构化预测中的知识蒸馏问题，并提出通过拟合参考

状态（§5.3.2）和探索状态的分布来将集成模型的知识蒸馏到单模型上。从组合两

种状态中学习可以进一步提升性能（§5.3.4）。

• 本章在两个基于搜索的结构预测问题—基于转移的句法分析以及神经机器

翻译上验证了模型的性能。根据本章实验，使用知识蒸馏能够有效提高基于搜索

的结构预测的性能，本章模型相较基线系统获得了显著的性能提升，同时性能优

于其他基于贪心解码的结构预测模型（§5.5.2）。同时，通过全面的分析，本章经验

性证明本章方法的合理性（§5.5.3）。

• 基于上述结果，本章将本章提出的知识蒸馏的技术应用于异构模型的知识

蒸馏上。本章将使用上下文相关词向量的模型蒸馏到不使用的模型上（§5.5.2），并

获得了相近的性能。这一结果为加速使用上下文相关词向量的模型提供了思路。
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5.2 背景知识

5.2.1 基于转移的依存句法分析
结构预测模型将输入 x = (x1, x2, ..., xn) 映射到对应的结构输出 y =

(y1, y2, ..., ym)。其中，y的变量之间相互依赖。基于搜索的结构预测 [38,162,168,169,172–175]

将结构的生成过程建模为一个搜索过程。这个搜索过程可以形式化定义为一个 5

元组 (S,A,T(s,a),S0,ST )。其中 S是搜索状态的集合；A是搜索动作的集合；T 是
转移函数，这个转移函数根据输入状态和动作产生新的搜索状态，即 S × A → S；
S0是初始状态的集合；ST 是终结状态的集合。基于搜索的结构预测算法从某个初
始状态开始 s0 ∈ S0，不断地根据一个策略 π(s)，选择一个动作 at ∈ A并将其应用
在当前状态 st 上，从而根据 st+1 ← T(st,at)进入新的状态 st+1，直到达到一个终

结状态 sT ∈ ST。很多自然语言处理问题可以建模为基于搜索的结构预测问题。这
些问题包括依存句法分析 [26] 和神经机器翻译 [67,163]。表5-1展示了使用基于搜索的

结构预测建模基于转移的句法分析的方法。

在数据驱动的情景下，π(s)控制整个的搜索过程并且通常被建模成一个分类器
p(a | s)。这个分类器输出状态 s下采用一个动作 a的概率。在这种定义下，贪心搜索

可以形式化地定义为根据 p(a | s)选择概率最高的动作，即 π(s) = argmaxa p(a | s)。
为了学习最优分类器，基于搜索的结构预测需要定义一个参考策略 πR(s,y)。这个
参考策略根据正确结构 y给输入状态 s一个参考动作 a。学习 p(a | s)的过程进而
被建模为以 s为输入，a为标准输出的分类器学习问题。算法5-1显示了学习 p(a | s)
的一般算法。其中包括：首先，根据 πR(s,y)在训练数据上产生参考状态与参考动
作（算法5-1的第1到第11行）；然后，使用参考状态与参考动作以对数似然为学习

目标训练 p(a | s)（算法5-1的第12行），即

LNLL =
∑
s∈D

∑
a

−1{a = πR} · log p(a | s)。 (5-1)

参考策略有时是次优或者有歧义的。即在某些状态下，可能有多个动作是正确

的或者说可以产生正确的结构。在基于转移的结构预测中，Goldberg等人在 2012

年的文献 [167]表明如果使用文献 [26]提出的 arc-standard算法，一个依存句法树

可以与多种转移序列对应。

除了歧义问题，训练与测试不一致也是一个影响基于搜索的结构预测性能的

问题。因为训练的目标是模仿参考策略，在模型学习过程中使用的训练状态都是

正确的状态，这意味着所有状态都能够达到正确的结构。然而，在测试阶段，模型

会犯错进入错误状态，因而无法达到正确的结构。由于训练过程没有学习如何在
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表 5-1 采用基于搜索的结构预测建模基于转移的句法分析。
Table5-1 The search-based structured prediction view of transition-based dependency parsing [26].

Dependency parsing

st (σ, β, A)，其中 σ是一个栈，β是一个缓存，A代表部分建立的树
A {Shift, Left, Right}
S0 {([ ], [1, ..,n],∅)}
ST {([ROOT], [ ], A)}

T (s,a) • Shift: (σ, j |β) → (σ | j, β)
• Left: (σ |i j, β) → (σ | j, β) A← A ∪ {i ← j}
• Right: (σ |i j, β) → (σ |i, β) A← A ∪ {i → j}

Input: training data: {x(n),y(n)}Nn=1; the reference policy: πR(s,y).
Output: classifier p(a|s).

1 D← ∅;
2 for n← 1...N do
3 t ← 0;
4 st ← s0(x(n));
5 while st < ST do
6 at ← πR(st,y(n));
7 D← D ∪ {st};
8 st+1 ← T(st,at);
9 t ← t + 1;

10 end
11 end
12 optimize LNLL;

算法 5-1 基于搜索的结构预测的一般算法。

错误状态上做出决策，模型可能会给出不合理的预测。同时，由于贪心解码容易

误差级联，这种错误可能会累积导致更大的错误。

5.2.2 知识蒸馏
由模型集成或大量参数组成的复杂模型往往具有较好的房型但运行速度较慢。

知识蒸馏 [161,176,177]是一类机器学习算法。这类算法可以将复杂模型（教师模型）的

泛化能力转移到简单模型（学生模型）上。不同于传统的使用对数似然优化模型，

知识蒸馏往往使用学生模型拟合教师模型的概率分布并尝试优化如下知识蒸馏学

习目标

LKD =
∑
x∈D

∑
y

−q(y | x) · log p(y | x)。 (5-2)

在基于搜索的结构预测的情境下，x与搜索状态 s对应，y与搜索动作 a对应。教

师模型的泛化能力可以通过优化知识蒸馏的学习目标 ‘‘蒸馏’’ 到学生模型上。当

输入 x的正确类别 y∗已知时，知识蒸馏的学习目标可以与传统的对数似然学习目
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标通过简单插值进行结合，即

L = αLKD + (1 − α)LNLL。 (5-3)

5.3 基于转移的依存句法分析中的知识蒸馏

5.3.1 模型集成
根据文献 [161]，尽管机器学习算法的 ‘‘最终目标’’是在新数据上取得好的效

果，但实践中通常优化的是训练数据上的准确率。这种做法会使模型产生训练数

据的偏置。在基于搜索的结构预测中，训练数据的歧义以及训练测试不一致往往

会导致这种偏置。而对于噪声数据鲁棒性交差的学习目标往往会加剧这种偏置。

文献 [170]研究了模型集成对于噪声数据的作用，并且经验性地证明集成学习

能够克服训练数据的噪声。文献 [38]通过将不同轮次获得的结构预测模型权重加

权求和来近似集成学习的效果。参考上述工作，本章考虑使用集成学习提升模型

的泛化性。在实践中，本章训练 M 个不同初始化的基于搜索的结构预测模型然后

将其概率输出取平均 q(a | s) = 1
M

∑
m qm(a | s)作为模型集成。在第5.5.3.1节中，本

章经验性的证明模型集成在有歧义的状态下表现更好。

5.3.2 从参考状态中蒸馏模型
如第5.5节所示，模型集成可以带来性能的提升。然而，模型的实际部署过程

往往需要考虑计算与内存的开销。模型集成需要对一个实例预测多次，这限制了

其在现实问题中的应用。为了能在只解码一次的情况下发挥集成学习的优势，本

章考虑从集成模型中通过知识蒸馏学习到一个单模型。最简单的蒸馏方法是将算

法5-1中的对数似然学习目标转化为知识蒸馏学习目标（参考公式5-3）。算法5-2显

示了这一方法。由于这种算法在参考状态上进行知识蒸馏学习，本章将其命名为

从参考状态中蒸馏模型。图5-1中虚线连接的部分代表本章从参考状态中蒸馏模型

的过程。

5.3.3 从探索状态中蒸馏模型
在基于搜索的结构预测的情景中，将教师模型的知识 ‘‘蒸馏’’到学生模型既包

括在参考状态上模仿教师模型的概率分布，也包括模仿教师模型做出的决策。为

了达到这一目标，本章提出使用教师模型随机采样出一系列的状态，并在这些状态

上以知识蒸馏为目标学习学生模型。具体来讲，本章使用一个采样策略 πE(s)替代
参考策略 πR(s,y)。πE(s)依照一个温度 T 1O控制的函数 q(a | s) 1

T 采样出 a。替换后

的算法如算法5-2所示。由于这种算法在探索得到的状态上进行知识蒸馏学习，本

1O 根据文献 [161]，温度控制采样函数的尖锐程度。
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Input: training data: {x(n),y(n)}Nn=1; the reference policy: πR(s,y); the exploration policy:
πE(s) which samples an action from the annealed ensemble q(a | s) 1

T

Output: classifier p(a | s).
1 D← ∅;
2 for n← 1...N do
3 t ← 0;
4 st ← s0(x(n));
5 while st < ST do
6 if distilling from reference then
7 at ← πR(st,y(n));
8 else
9 at ← πE(st);

10 end
11 D← D ∪ {st};
12 st+1 ← T(st,at);
13 t ← t + 1;
14 end
15 end
16 if distilling from reference then
17 optimize αLKD + (1 − α)LNLL;
18 else
19 optimize LKD;
20 end

算法 5-2 基于搜索的结构预测的知识蒸馏算法。

章将其命名为从探索状态中蒸馏模型。图5-1中蓝色实线连接的部分代表本章从探

索状态中蒸馏模型的过程。

由于参考策略 πR 不是在采样状态上定义的，要在这类状态上使用对数似然学

习往往比较困难。然而，在第5.5节，本章经验性地证明完全从知识蒸馏的目标中

学习模型（即在公式5-3中设置 α = 1）的可行性。

5.3.4 从两种状态中蒸馏模型
从参考状态中蒸馏模型鼓励模型按照参考动作进行预测；从探索状态中蒸馏

模型使得模型能够在任意状态下进行学习。这两种学习方法从不同的角度将集成

模型的泛化能力蒸馏到单模型中。两者可以进一步结合来达到更好的效果。本章

按照下述方法从两种状态中进行知识蒸馏学习：首先使用 πR 与 πE 产生一系列的

训练状态，然后在这些状态上学习 p(a | s)。如果一个状态是由 πR 产生的，则最小
化对数似然与知识蒸馏误差的插值；否则只最小化知识蒸馏的误差。算法5-2总结

了整个学习过程。

5.4 基于上下文相关词向量的句法分析器的知识蒸馏

本章在基于转移的句法分析中验证本章的知识蒸馏方法。本章的参考文献 [7]
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图 5-2 文献 [7]提出的基于转移的依存句法分析器。
Fig. 5-2 The parser of Dyer et al. (2015) [7].

提出的 stack-lstm parser构建本章的句法分析器。其框架如图5-2所示。对于 stack-

lstm parser，其输入词向量包括固定的词向量 p与可调的词向量w，其做法如图5-2所

示。本章分别尝试对 stack-lstm parser的集成模型以及基于上下文相关词向量的模

型进行蒸馏。通过对基于上下文相关词向量的模型进行蒸馏，本章可以回答本章

方法对教师模型与学生模型异构的情况下，能否通过知识蒸馏的方式达到又快又

好的结构预测的效果？

本章在此使用与第4章类似的方式在基于转移的依存句法分析中加入上下文

相关词向量。即将其各层取平均，作为一种额外的固定的向量表示。本章待蒸馏

的模型则不含有对应的上下文相关词向量。在这一节，本章使用的蒸馏过程与前

文从两种状态中蒸馏的方法相同。

5.5 实验

本章在基于转移的依存句法分析进行实验。本章依据第5.2.1节提到的方法将

基于转移的句法分析转化为基于搜索的结构预测问题。

在基于转移的句法分析的实验中，本章使用 Dyer等人在 2015年的文献 [7]中

提出的 stack-lstm算法建模策略的分类器。 1O

1O 本章将句法分析代码开源在https://github.com/Oneplus/twpipe。
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5.5.1 设置
本章在宾州树库（Penn Treebank，简称 PTB，文献 [65]）数据集上进行实验。

本章使用标准数据划分（2-21节用作训练集，22节用作开发集，23节用作测试集）。

本章参考文献 [7] 并使用斯坦福依存句法（Stanford dependencies）规范将短语结构

句法转化为依存句法。 1O 本章通过 10-折交叉验证获得训练数据的自动词性，其准

确率为 97.5%。本章使用不考虑标点符号的带标签依存关系准确率（LAS）评估通

用依赖性分析性能。本章的模型的超参数参考文献 [7]。最好的迭代轮次由开发集

性能决定。

文献 [84]指出神经网络的学习过程是非确定的，所以汇报单次运行的结果并

不能反映模型的性能。为了消除随机初始化对模型性能的影响，本章报告了 20次

随机运行的结果的平均值。

5.5.2 结果
表5-2显示了 PTB数据集上的实验结果。这一结果显示集成模型高于基线模型

1.90。在将 α设置为 1时，模型取得了最佳的开发集结果。而此时测试集的准确率

为 91.99。

本章也研究了温度对于从探索状态中蒸馏的模型的影响。图5-3显示了这一结

果。根据表5-3，在采样时使用尖锐的分布总体上取得了更好的开发集性能。从探

索状态蒸馏与从参考状态中蒸馏获得的模型的性能基本相当。将两者结合进一步

提高了准确率（带标签的依存关系准确率达到 92.14）。

本章也在表5-2中将本章提出的模型与其他依存句法分析器进行了对比。表5-

2的第二组显示了前人工作中基于贪心解码的依存句法分析器的性能。文献 [180]

使用了与本章不同的状态表示方法，同时分别研究了贪心解码与柱搜索（beam-

search）的效果。文献 [179]研究了使用 dynamic oracle训练贪心解码的句法分析器

的问题。本章提出的基于知识蒸馏的句法分析器的表现好于这些基于贪心解码的

句法分析器。表5-2显示了其他依存句法分析算法的效果。这些算法包括：在基于

转移的句法分析中使用柱搜索 [180,181]，使用全局优化目标训练基于转移的依存句法

分析 [180]，基于图的依存句法分析 [8]，将基于图的依存句法分析器蒸馏到基于转移

的依存句法分析器 [182]，以及将短语结构句法的结果通过规则转化为依存句法 [183]。

本章提出的基于知识蒸馏的方法由于这些基于转移的算法，但相较其他算法仍有

差距。这类差距主要是由对问题的建模方式的不同导致的。

除了对集成模型进行蒸馏，本章也尝试对基于上下文相关词向量的句法分析

1O 本章使用 Stanford CoreNLP 3.3.0 (https://stanfordnlp.github.io/CoreNLP/history.html)完成这一转化。
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表 5-2 句法分析的结果。显著性检验证明基于知识蒸馏的方法相对基线系统的提升以 p ≤ 0.01
统计显著。

Table5-2 The dependency parsing results. Significance test [178] shows the improvement of our Distill
(both) over Baseline is statistically significant with p < 0.01.

LAS

Baseline 90.83
Ensemble (20) 92.73
Distill (reference, α=1.0) 91.99
Distill (exploration, T=1.0) 92.00
Distill (both) 92.14

Ballesteros等人，文献 [179] (dyn. oracle) 91.42
Andor等人，文献 [180] (local, B=1) 91.02

Buckman等人，文献 [181] (local, B=8) 91.19
Andor等人，文献 [180] (local, B=32) 91.70
Andor等人，文献 [180] (global, B=32) 92.79
Dozat与Manning，文献 [8] 94.08
Kuncoro等人，文献 [182] 92.06
Kuncoro等人，文献 [183] 94.60

表 5-3 针对基于上下文相关词向量的句法分析的知识蒸馏实验。
Table 5-3 Distillation from structured prediction model with contextualized embeddings.

model LAS spd.

Baseline 90.83 1x
+ELMo 92.64 7.3x

Distill (both) 91.80 1x

器进行蒸馏。其实验结果如表5-3所示。根据表5-3，使用本章提出的知识蒸馏方法

可以从异构模型中有效地学习模型。从而使用简单模型达到与使用上下文相关词

向量模型类似的性能。由于本章简单模型不使用上下文相关词向量，所以，这一

方法显著优化了模型速度。

5.5.3 分析
根据第5.5.2节的结果，使用集成模型显著提高了依存句法分析以及神经机器

翻译的性能够。然而，类似 ‘‘为什么集成模型如此有效？能不能放弃传统对数似然

学习目标，完全从知识蒸馏学习目标中学习？以及从知识蒸馏中学习是不是稳定

的？’’一类的问题并没有得到很好的回答。在这一节中，本章首先研究集成模型在

‘‘错误状态’’上的表现证明其具有更好的泛化能力。然后，本章通过研究公式5-3中

的 a 的作用经验性地证明了完全从知识蒸馏中学习的可行性。最后，本章通过分

析表明知识蒸馏可以带来更稳定的模型学习。
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图 5-3 温度参数 T 对模型性能的影响。
Fig. 5-3 The effect of T on development set.

5.5.3.1 模型集成对于 ‘‘错误状态’’的作用

如前文所述，歧义或者非最优的 ‘‘错误状态’’ 影响结构预测的准确率。根据

第5.5.2节的结果，模型集成能够提升性能，这表明其能够更好地处理 ‘‘错误状态’’。

为了经验性地验证这一假设，本章以依存句法分析为目标，借助 dynamic oracle研

究集成模型的输出分布。

dynamic oracle [167,184]能够有效地判断，对于一棵句法树的任意给定状态 s，最

优的转移动作（参考动作）是什么。这里 ‘‘最优’’ 指的是能够搜索得到的相似度

（用 LAS衡量）最高的树。这种性质使得本章可以对 ‘‘错误状态’’中的某个动作进

行分析。本章根据参考动作评价了基线模型以及集成模型在动作空间上输出的分

布。由于 dynamic oracle会对一个状态给出多个参考动作，本章将这一评价问题转

化为一个排序的评价问题。直观来讲，当多个参考动作存在是，一个好的句法分析

器应当将动作的概率密度集中在参考动作上。本章通过随机采样从基线模型中获

得了一系列状态。不同模型的排序分数如表5-4所示。根据表5-4，集成模型在 ‘‘错

误状态’’ 下的排序表现更好。这一观察表明，集成模型的输出分布所包含的信息

更丰富，因而在 ‘‘错误状态’’上表现得更好，并取得更好的性能。同时，本章也观

察到蒸馏模型的性能好于基线与集成模型。本章认为造成这一现象的原因是蒸馏

模型的学习过程包含探索机制。

5.5.3.2 α的效果

本章在从参考状态中蒸馏模型的学习过程中研究 α 的影响。本章在基于转移

的句法分析以及神经机器翻译中将 α从 0到 1以 0.1为步长变化，并在图5-4中展

示了模型的性能。两个实验都显示大 α的表现好于小 α。对于句法分析，α = 1时

取得了最好的开发集性能。对于神经机器翻译，开发集性能最好的 α是 0.8。同时，

在机器翻译实验中，α = 0.8与 α = 1的模型只有 0.2的差距。这一系列观察表明
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表 5-4 不同模型的 ‘‘错误状态’’的排序性能。
Table 5-4 The ranking performance of parsers’ output distributions evaluated in MAP on “problematic”

states.

有歧义的正确状态 非正确状态

Baseline 68.59 89.59
Ensemble 74.19 90.90
Distill (both) 81.15 91.38
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图 5-4 开发集上 α值的效果
Fig. 5-4 The effect of α

对于从参考状态时，更多地关注知识蒸馏的学习目标能够带来更好的模型性。这

一观察也显示对于从探索状态中蒸馏模型（即 α = 1）的可行性。

5.5.3.3 模型学习的稳定性

除了提高性能，知识蒸馏也能给模型学习的稳定性带来提升。本章将不同随

机种子得到的基线模型与蒸馏模型的准确率以琴图的方式绘制在图5-5中，同时在

表5-5中显示了两种模型的标准差。可见，知识蒸馏模型的标准差更小，即其学习

更稳定。文献 [185]指出影响神经网络模型的泛化性能的主要问题并非过拟合，而

是模型参数进入尖锐的局部极小点（sharp minimizer）。这种局部极小点的泛化性

往往较差。根据这一理论，本章猜测知识蒸馏取得更稳定的训练效果的原因是知

识蒸馏的学习曲目更光滑，尖锐的局部极小点更少。

5.6 相关工作

前人工作中有若干在 NLP任务中使用知识蒸馏技术。Kim与 Rush在 2016年

的文献 [9]中关注如将复杂模型蒸馏到简单模型中。同时，他们的方法主要关注序

列级别的蒸馏。与之相反的是，本章更关注动作级的知识蒸馏，同时提出从参考

状态以及从探索状态中进行知识蒸馏。

Freitag等人在 2017年的文献 [186]中使用六个翻译器的译文生成翻译的训练

- 87 -



哈尔滨工业大学工学博士学位论文

9
0

.5
9

1
.0

9
1

.5
9

2
.0

9
2

.5

Baseline
Distill (both)

图 5-5 不同随机种子下模型分数的分布。
Fig. 5-5 The distributions of scores for the baseline model and our distillation from both on PTB on

differently-seeded runs.

表 5-5 结果的最大值、最小值以及标准差。
Table 5-5 The minimal, maximum, and standard derivation values on differently-seeded runs.

system seeds min max σ

PTB test
Baseline 20 90.45 91.14 0.17

Distill (both) 20 92.00 92.37 0.09

数据，其模型使用柱搜索进行探索。与其不同的是，本章使用单模型产生训练数

据，并以拟合集成模型的分布为学习目标。

在强化学习中，集成模型的探索机制也得到了相应的研究 [187]。除了在标注数

据上蒸馏模型，也有一部分半监督学习的工作从生语料上进行模型学习 [92,188]。如

何在生语料上进行知识蒸馏也值得后续工作的研究。

Kuncoro在 2016年的文献 [182]中提出将 20个基于转移的句法分析器的结果

通过投票的方式进行集成并将结果以后验正则的方式应用于训练一个基于图的模

型。不同于他们的模型，将基于转移的模型蒸馏到基于转移的模型中。

除了使用知识蒸馏，Stahlberg等人在 2017年的文献 [189]中提出将若干翻译

模型的集成组合为一个神经网络，并用 SVD化简了模型。他们的模型也可以视作

一种知识蒸馏。

5.7 本章小结

本章研究了结构预测中的知识蒸馏问题。本章提出将若干模型的模型集成蒸
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馏到一个单模型中。这一蒸馏过程同时在参考状态以及探索状态中完成。在基于

转移的句法分析实验中，本章模型获得了显著的性能提升，从而证明了本章提出

的方法的有效性。同时，本章通过分析给出了本章知识蒸馏方法可行性的验证。

在此基础上，本章对于基于上下文相关词向量的句法分析器进行知识蒸馏。实

验结果显示本章提出的方法对于异构模型同样有效，在少量损失精度的情况下近

十倍地提高模型速度。
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结 论

包括分词、词性标注、命名实体识别以及句法分析在内的语言分析是基础而

重要的自然语言处理问题。提高语言分析的性能能够有效地帮助下游任务。强化

词表示能力是提高语言分析性能的一种有效手段。近年来提出的上下文相关词向

量已经帮助一部分自然语言处理任务取得了性能提升。本文受到相关研究的启发，

针对上下文相关词向量与语言分析的结合开展了一系列研究。

本文针对现有上下文相关词向量因过分强调使用多层网络对一整句甚至多句

进行抽象而导致的效率问题，从语言分析主要依赖局部信息出发，提出一种融合

相对位置权重的窗口级自注意力机制并将其应用于上下文表示，从而获得一种适

用于语言分析的上下文相关词向量。本文在五项语言分析任务上进行实验，相应

结果表明本文提出的上下文相关词向量在不损失精度的情况下获得了三倍的速度

提升。

基于前文提出的上下文相关词向量，本文针对语言分析中的切分问题（中文

分词与命名实体识别）对合理的片段（词与实体）表示的依赖，本文在上下文相关

词向量的基础上提出一种基于简单拼接的片段表示方法并将其应用于半-马尔科夫

条件随机场中。在典型切分问题的实验中，本文基于上下文相关词向量的片段表

示有效地提高了模型性能。通过进一步融合任务相关的上下文表示以及建模片段

级信息的片段向量，本文模型取得了当前最优的性能。

基于前文提出的上下文相关词向量，本文针对上下文相关词向量对多国语句

法分析作用尚无明确结论的现状，提出在多国语句法分析中使用上下文相关词向

量并在大规模树库上验证上下文相关词向量的有效性。除了获得稳定且显著的性

能提升，本文针对提升的原因进行了详细的分析。大量分析实验表明，性能提升

的主要原因是上下文相关词向量通过对于未登录词词形的更好的建模有效地提升

了未登录词的准确率。

针对使用上下文相关词向量的句法分析参数过多、运行速度较慢的问题，本

文提出一种结合探索机制的知识蒸馏算法，以将基于上下文相关词向量的复杂模

型用不使用相应词向量的简单模型进行近似，从而在不显著降低性能的情况下提

高句法分析速度。实验结果表明，本文提出的方法在损失少量句法分析准确率的

情况下，近十倍地提升了速度。

本文研究表明上下文相关词向量可以很好地与语法分析结合，从而显著提高
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语法分析的性能。同时，本文也以语言分析为工具对于上下文相关词向量进行全

面的分析。这些分析表明上下文相关词向量具有表示未登录词，建模片段的能力。
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